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1. Εισαγωγή 

1.1. Στόχος Εργασίας 

Η αναζήτηση εγγράφων (π.χ. άρθρων επιστημονικών περιοδικών) σε βιβλιογραφικές βάσεις 

δεδομένων (π.χ. MEDLINE1, EMBASE2) είναι μια καθημερινή διαδικασία για τους ειδικούς στο 

χώρο της βιοϊατρικής. Ωστόσο, η εύρεση των σχετικών εγγράφων αποτελεί συχνά μια χρονικά 

απαιτητική διαδικασία κατά την οποία οι χρήστες θα πρέπει να βρουν τις κατάλληλες λέξεις-

κλειδιά που θα τους οδηγήσουν στα σχετικά αποτελέσματα. Η διαδικασία  περιλαμβάνει, 

συνήθως, πολυάριθμες αναζητήσεις παραφράζοντας το αρχικό ερώτημα και εισάγοντας 

διάφορους συνώνυμους όρους.  

Στόχος της παρούσας εργασίας είναι να εξετάσει την αποτελεσματικότητα νέων μεθόδων για ένα 

σύστημα ανάκτησης πληροφοριών που θα δέχεται ως είσοδο μια ερώτηση με πλήρη σύνταξη (όχι 

λέξεις-κλειδιά) και θα μπορεί να εντοπίζει σε μια βιβλιογραφική βάση δεδομένων όλα τα σχετικά 

έγγραφα, είτε τα μετα-δεδομένα τους (π.χ. τίτλος, περίληψη) περιλαμβάνουν τους ίδιους όρους 

με την ερώτηση είτε όχι. Επιπλέον, το σύστημα ανάκτησης μπορεί να επικουρείται από ένα 

σύστημα ανακατάταξης (reranking), το οποίο θα εξασφαλίζει μια καλύτερη κατάταξη των 

σχετικών εγγράφων στη λίστα αποτελεσμάτων.  

Για τη δημιουργία αυτών των συστημάτων μελετήθηκαν και υλοποιήθηκαν στο πλαίσιο της 

διπλωματικής εργασίας εξελιγμένα μοντέλα που αποτελούν τη σύγχρονη τάση στη βιβλιογραφία. 

Συγκεκριμένα, δόθηκε έμφαση στη χρήση πυκνών διανυσματικών παραστάσεων λέξεων (word 

embeddings) [1] και παραγράφων ή εγγράφων (document embeddings) [2], καθώς και στην 

υλοποίηση νευρωνικών δικτύων [3].  

Φυσικά, η ανάγκη για αναζήτηση πληροφοριών σε βάσεις δεδομένων είναι μια διαδικασία που 

επεκτείνεται πέρα από το χώρο της βιοϊατρικής και αφορά ειδικούς από πολλούς κλάδους, αλλά 

και απλούς χρήστες μηχανών αναζήτησης. Λαμβάνοντας υπόψη αυτό, θεωρούμε ότι τα 

συστήματα που μελετώνται στην εργασία μπορούν να τύχουν ευρείας εφαρμογής σε διάφορα 

πεδία, όπως είναι η αναζήτηση νομικών, φορολογικών κειμένων, κ.ά. 

1.2. Περίγραμμα εργασίας 

Η εργασία είναι διαρθρωμένη ως εξής: 

                                                 
1 https://www.ncbi.nlm.nih.gov/pubmed/ 
2 https://www.elsevier.com/solutions/embase-biomedical-research 

https://www.ncbi.nlm.nih.gov/pubmed/
https://www.elsevier.com/solutions/embase-biomedical-research
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 Το Κεφάλαιο 2 αναφέρεται στο διαγωνισμό BioASQ, ο οποίος αποτελεί πηγή των 

δεδομένων αυτής της εργασίας, περιλαμβάνει παρουσίαση και ανάλυση των δεδομένων 

που επεξεργαστήκαμε και συνοπτική αναφορά των εργαλείων που χρησιμοποιήθηκαν. 

 Το Κεφάλαιο 3 παρουσιάζει τα συστήματα ανάκτησης και ανακατάταξης που 

υλοποιήθηκαν στην παρούσα διπλωματική. 

 Το Κεφάλαιο 4 περιλαμβάνει τις μετρικές αξιολόγησης των αποτελεσμάτων, περιγραφή 

των πειραμάτων που διενεργήθηκαν, καθώς και τα αποτελέσματά τους. 

 Το Κεφάλαιο 5 παρέχει μια συνοπτική ανασκόπηση της σχετικής βιβλιογραφίας, 

παραθέτοντας άλλα μοντέλα που δοκιμάστηκαν στον τομέα της ανάκτησης και της 

ανακατάταξης πληροφοριών. 

 Το Κεφάλαιο 6 συνοψίζει τα βασικά συμπεράσματα της εργασίας και προτείνει 

κατευθύνσεις μελλοντικής έρευνας. 
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2. Δεδομένα και Εργαλεία 

2.1. Διαγωνισμός BioASQ 

Τα δεδομένα που χρησιμοποιήθηκαν στην παρούσα διπλωματική εργασία προέρχονται από τον 

διαγωνισμό BioASQ3. Ο διαγωνισμός «προωθεί λύσεις για τη διευκόλυνση στην πρόσβαση σε 

πληροφορίες στο χώρο της βιοϊατρικής, διοργανώνοντας διαγωνισμούς για σημασιολογική 

ευρετηρίαση και για συστήματα ερωταποκρίσεων στο συγκεκριμένο πεδίο.» (The BioASQ Vision4, 

2012). 

Το BioASQ βασίζεται στη βιβλιογραφική βάση δεδομένων MEDLINE, η οποία περιλαμβάνει 

πληροφορίες για άρθρα επιστημονικών περιοδικών στους τομείς της ιατρικής, νοσηλευτικής, 

φαρμακευτικής, οδοντιατρικής, κτηνιατρικής, βιολογίας, κ.ά. Η Αμερικανική Εθνική Ιατρική 

Βιβλιοθήκη (National Library of Medicine, NLM) έχει αναλάβει τη διαχείριση της παραπάνω 

βάσης, ενώ η χρήση της προσφέρεται δωρεάν προς όλους τους χρήστες. Η αναζήτηση στη βάση 

γίνεται μέσω της μηχανής αναζήτησης PubMed5, αποτελέσματα της οποίας παρατίθενται ως 

βάση σύγκρισης για τα συστήματα που πραγματεύεται η εργασία. 

Στο πλαίσιο του διαγωνισμού, οι συμμετέχοντες καλούνται να παραγάγουν με αυτόματο τρόπο 

τους όρους (MeSH terms) που χρησιμοποιούνται από τη βάση για την κατηγοριοποίηση νέων 

επιστημονικών άρθρων, προτού αυτοί οριστούν από ειδικούς6. Ακόμη, το δεύτερο σκέλος του 

διαγωνισμού αφορά στην εξόρυξη ορθών και περιεκτικών απαντήσεων σε ερωτήσεις φυσικής 

γλώσσας, που έχουν διατυπωθεί από ειδικούς στο χώρο της βιοϊατρικής7. Ο όρος «ερωτήσεις 

φυσικής γλώσσας» αναφέρεται σε ερωτήσεις που διατυπώνονται με πλήρη σύνταξη και όχι με 

λέξεις-κλειδιά. 

Παραδείγματα ερωτήσεων σε φυσική γλώσσα: 

o «What symptoms characterize the Muenke syndrome?» 

o «How do histone methyltransferases cause histone modification?» 

o «Which species may be used for the biotechnological production of itaconic acid?» 

                                                 
3 http://bioasq.org/ 
4 http://bioasq.org/about/vision 
5 https://www.ncbi.nlm.nih.gov/pubmed 
6 http://www.bioasq.org/participate/challenges (βλέπε BioASQ Task 5a: Large-Scale Online Biomedical Semantic 

Indexing) 
7 http://www.bioasq.org/participate/challenges (βλέπε BioASQ Task 5b: Biomedical Semantic QA (Involves IR, QA, 

Summarization) 

http://bioasq.org/
http://bioasq.org/about/vision
https://www.ncbi.nlm.nih.gov/pubmed
http://www.bioasq.org/participate/challenges
http://www.bioasq.org/participate/challenges
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Οι επιθυμητές απαντήσεις αποτελούνται από: (α) σχετικά επιστημονικά άρθρα, (β) RDF 

τριπλέτες, (γ) έννοιες από προ-καθορισμένες οντολογίες, (δ) μια ακριβή απάντηση (exact answer) 

και (ε) μια περιληπτική απάντηση, σε μέγεθος παραγράφου. 

Ερώτηση:  

«Is Hirschsprung disease a mendelian or a multifactorial disorder?» 

Σχετικά επιστημονικά άρθρα:  

IDs: 24323361, 24204699, 24124521, 23959273,…, 21514161 

Σχετικές RDF τριπλέτες (παράδειγμα):  

Predicate (skos label): "http://www.w3.org/2004/02/skos/core#exactMatch", 

Subject: "http://purl.uniprot.org/intact/EBI-1256812", 

Object: "http://purl.uniprot.org/uniprot/Q9QX70"  

Σχετικές έννοιες από προ-καθορισμένες οντολογίες (παράδειγμα): 

http://amigo.geneontology.org/cgi-bin/amigo/term_details?term=GO:0007176 

(Από Gene Ontology Database, Πληροφορίες Όρου8- Όνομα: binding, Οντολογία: 

molecular_function, Ορισμός: The selective, non-covalent, often stoichiometric, interaction of 

a molecule with one or more specific sites on another molecule, κ.λπ.)  

Ακριβής απάντηση (exact answer): 

“epidermal growth factor”, “betacellulin”, “epiregulin” και άλλα 

Περιληπτική απάντηση: 

The 7 known EGFR ligands are: epidermal growth factor (EGF), betacellulin (BTC), epiregulin 

(EPR), heparin-binding EGF (HB-EGF), transforming growth factor-α [TGF-α], amphiregulin 

(AREG) and epigen (EPG). 

 

2.2. Σύνολα δεδομένων 

2.2.1. Δεδομένα Εκπαίδευσης  

Το σύνολο δεδομένων που χρησιμοποιήθηκε στη διπλωματική εργασία για εκπαίδευση 

περιλαμβάνει 1303 ερωτήσεις ειδικών σε φυσική γλώσσα (δηλαδή, με πλήρη σύνταξη) από τους 

τέσσερις πρώτους διαγωνισμούς τους BioASQ.  

Στον Πίνακα 1 παρουσιάζονται κάποια στατιστικά στοιχεία σχετικά με τις ερωτήσεις. 

 

                                                 
8 http://amigo.geneontology.org/amigo/term/GO:0005488 

http://amigo.geneontology.org/cgi-bin/amigo/term_details?term=GO:0007176
http://amigo.geneontology.org/amigo/term/GO:0005488
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Στατιστικά στοιχεία Λέξεις 

Μέσο μήκος ερωτήσεων (σε λέξεις) (average) 9,91 

Ελάχιστο μήκος ερωτήσεων (min) 3 

Μέγιστο μήκος ερωτήσεων (max) 30 

Συχνότερο μήκος ερωτήσεων (mode) 8 

Πίνακας 1: Στατιστικά στοιχεία ερωτήσεων εκπαίδευσης από τον διαγωνισμό BioASQ 

Στο Γράφημα 1 παρουσιάζεται η κατανομή του μήκους των ερωτήσεων στο σύνολο δεδομένων. 

Στον οριζόντιο άξονα αναπαρίσταται το μήκος των ερωτήσεων (σε λέξεις) και στον κατακόρυφο 

άξονα  η συχνότητα κάθε τιμής του μήκους. Από το διάγραμμα διακρίνουμε ότι οι περισσότερες 

προτάσεις έχουν μήκος από 6 έως 15 λέξεις, κατά προσέγγιση. 

 

 

Κάθε ερώτηση συνοδεύεται από ένα σύνολο άρθρων, τα οποία έχουν χαρακτηριστεί από τους 

ειδικούς ως σχετικά, καθώς περιλαμβάνουν μέρος ή ολόκληρη την απάντηση. Στον Πίνακα 2 

παρατίθενται κάποια στατιστικά στοιχεία για τα σχετικά άρθρα στις ερωτήσεις του συνόλου 

δεδομένων. 

Γράφημα 1: Κατανομή μήκους ερωτήσεων (σε λέξεις) των δεδομένων εκπαίδευσης 
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Πίνακας 2: Στατιστικά στοιχεία σχετικών άρθρων στις ερωτήσεις του συνόλου δεδομένων εκπαίδευσης 

Στο Γράφημα 2 παρουσιάζεται το ιστόγραμμα συχνοτήτων του αριθμού των σχετικών άρθρων 

στις ερωτήσεις του συνόλου δεδομένων εκπαίδευσης. Ο οριζόντιος άξονας απεικονίζει τον 

αριθμό των σχετικών άρθρων που μια ερώτηση μπορεί να έχει, ενώ ο κατακόρυφος άξονας  τη 

συχνότητα του αριθμού αυτού. 

 

Τα σχετικά άρθρα κάθε ερώτησης (r) ανήκουν στο σύνολο Α (𝑟 ∈ 𝐴), το οποίο περιλαμβάνει 

14.891.213 αποσπάσματα άρθρων της βάσης MEDLINE. Τα αποσπάσματα άρθρων 

αποτελούνται από τον τίτλο του άρθρου, την περίληψη (abstract) και ένα μοναδικό κωδικό. Άρθρα 

χωρίς τίτλο ή περίληψη απομακρύνθηκαν κατά τον καθαρισμό των δεδομένων. 

Στατιστικά στοιχεία Λέξεις 

Μέσος αριθμός σχετικών άρθρων/ερώτηση (average) 13,01 

Ελάχιστος αριθμός σχετικών άρθρων (min) 1 

Μέγιστος αριθμός σχετικών άρθρων (max) 157 

Συχνότερος αριθμός σχετικών άρθρων (mode) 8  

Γράφημα 2: Ιστόγραμμα συχνοτήτων του αριθμού σχετικών άρθρων στις ερωτήσεις του συνόλου 

δεδομένων εκπαίδευσης 
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Στη συνέχεια, παρατίθενται κάποια στατιστικά στοιχεία σχετικά με τα αποσπάσματα άρθρων που 

ανήκουν στο σύνολο Α και αποτέλεσαν τη βάση δεδομένων των συστημάτων που περιγράφονται 

στο Κεφάλαιο 3. 

Για την εξαγωγή των στατιστικών στοιχείων για τις ερωτήσεις και τα αποσπάσματα άρθρων 

αφαιρέθηκαν από το κείμενο τα σημεία στίξης και οι χαρακτήρες όλων των λέξεων μετατράπηκαν 

σε πεζούς (π.χ. «what» → «what»). Επίσης, τα συστήματα που περιγράφονται στην παρούσα 

εργασία (Κεφάλαιο 3) προϋποθέτουν ότι τα δεδομένα εισόδου θα έχουν υποστεί την εν λόγω 

προεπεξεργασία.  

2.2.2. Δεδομένα Αξιολόγησης 

Το σύνολο ερωτήσεων αξιολόγησης (test data) αποτελείται από 479 ερωτήσεις και προέρχεται 

από τον πέμπτο κατά σειρά διαγωνισμό BioASQ.  

Στη συνέχεια παρουσιάζονται στατιστικά στοιχεία των δεδομένων αξιολόγησης. 

Στατιστικά στοιχεία Λέξεις 

Μέσο μήκος αποσπασμάτων (τίτλος & περίληψη)  

(average) 
192,12 

Μέσο μήκος τίτλου αποσπασμάτων  (average) 12,78 

Μέσο μήκος περίληψης αποσπασμάτων (average) 179,33 

Ελάχιστο μήκος αποσπασμάτων (τίτλος & περίληψη) 

(min) 
6 

Μέγιστο  μήκος αποσπασμάτων (τίτλος & περίληψη)  

(max) 
1676 

Πίνακας 3: Στατιστικά στοιχεία αποσπασμάτων επιστημονικών άρθρων που χρησιμοποιήθηκαν στα 

συστήματα της διπλωματικής εργασίας (βάση: MEDLINE) 

I. Intraperitoneal injections of adrenalin into animals which are completely under the influence of phlorhizin and 

which are free from glycogen do not result in any extra elimination of sugar. This proves that adrenalin does not 

cause a conversion of fat into carbohydrates, as is maintained by Blum and by Eppinger, Falta and Rudinger. II. 

The high D:N ratio 5.2 and 6.1 reported by Eppinger, Falta and Rudinger after adrenalin injections in 

depancreatized dogs, which were obtained after short periods of six hours and four hours respectively, can be 

explained by the elimination of carbohydrates present in the organism. III. These results confirm the work of 

Straub and Ritzmann which indicates that adrenalin, by its constricting effect on the blood vessels, produces 

anemia of the tissues, resulting in imperfect oxidation, and this anemia is followed by the conversion of glycogen 

into dextrose by hyperglycemia and consequently by glycosuria. 

Τίτλος: The Influence of Adrenalin in Phlorhizin Diabetes 

Κωδικός άρθρου: 19867320 

Εικόνα 1: Παράδειγμα αποσπάσματος επιστημονικού άρθρου από το MEDLINE 
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Στατιστικά στοιχεία Λέξεις 

Μέσο μήκος ερωτήσεων (σε λέξεις) (average) 8,19 

Ελάχιστο μήκος ερωτήσεων (min) 3 

Μέγιστο μήκος ερωτήσεων (max) 19  

Συχνότερο μήκος ερωτήσεων (mode) 7 

Πίνακας 4: Στατιστικά στοιχεία ερωτήσεων αξιολόγησης (τεστ) από διαγωνισμό BioASQ 

Στο Γράφημα 3 παρουσιάζεται η κατανομή του μήκους των ερωτήσεων αξιολόγησης. Στον 

οριζόντιο άξονα αναπαρίσταται το μήκος των ερωτήσεων (σε λέξεις) και στον κατακόρυφο η 

συχνότητα κάθε τιμής του μήκους. Από το διάγραμμα διακρίνουμε ότι οι περισσότερες προτάσεις 

έχουν μήκος από 6 έως 10 λέξεις, κατά προσέγγιση. 

Συγκριτικά με τις ερωτήσεις εκπαίδευσης, οι ερωτήσεις αξιολόγησης είναι λίγο πιο μικρές σε 

μήκος. 

Στον Πίνακα 5 και στο Γράφημα 4 παρουσιάζονται τα στατιστικά στοιχεία για τα σχετικά άρθρα 

των ερωτήσεων αξιολόγησης. Οι ερωτήσεις αξιολόγησης έχουν μικρότερο μέσο αριθμό σχετικών 

άρθρων ανά ερώτηση, καθώς και πολύ μικρότερο συχνότερο αριθμό (mode). Συγκεκριμένα, οι 

ερωτήσεις εκπαίδευσης είχαν συχνότερο αριθμό σχετικών άρθρων ίσο με 8, ενώ οι περισσότερες 

ερωτήσεις αξιολόγησης έχουν ένα μόνο σχετικό άρθρο. Η διαφορά οφείλεται στο ότι οι 

διαγωνισμοί του BioASQ, από την 3η χρονιά εφαρμογής και έπειτα,  ζητούν από τους ειδικούς 

που ετοιμάζουν τις ερωτήσεις να εντοπίσουν τόσα μόνο σχετικά άρθρα ανά ερώτηση όσα τους 

Γράφημα 3: Κατανομή μήκους των ερωτήσεων αξιολόγησης (σε λέξεις) 
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χρειάζονται για να τεκμηριώσουν τις σωστές ακριβείς και περιληπτικές απαντήσεις που δίνουν οι 

ίδιοι. Αντιθέτως οι προηγούμενοι διαγωνισμοί τους ζητούσαν να εντοπίσουν (κατά το δυνατόν) 

όλα τα σχετικά με την κάθε ερώτηση άρθρα. 

Ο οριζόντιος άξονας απεικονίζει τον αριθμό των σχετικών άρθρων που μια ερώτηση αξιολόγησης 

μπορεί να έχει, ενώ ο κατακόρυφος άξονας τη συχνότητα του αριθμού αυτού. 

 

2.3. Εργαλεία 

Στην ενότητα αυτή παρουσιάζονται συνοπτικά τα βασικά εργαλεία που χρησιμοποιήθηκαν για 

την εκπόνηση της παρούσας διπλωματικής εργασίας.  

Στατιστικά στοιχεία Λέξεις 

Μέσος αριθμός σχετικών άρθρων/ερώτηση (average) 9,01 

Ελάχιστος αριθμός σχετικών άρθρων (min) 1 

Μέγιστος αριθμός σχετικών άρθρων (max) 39 

Συχνότερος αριθμός σχετικών άρθρων (mode) 1 

Πίνακας 5: Στατιστικά στοιχεία σχετικών άρθρων των ερωτήσεων αξιολόγησης 

Γράφημα 4: Ιστόγραμμα συχνοτήτων του αριθμού σχετικών άρθρων στις ερωτήσεις του 

συνόλου δεδομένων εκπαίδευσης 
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Gensim9 

Για την μετατροπή των αποσπασμάτων άρθρων σε διανύσματα χρησιμοποιήθηκε η βιβλιοθήκη 

της Python, Gensim. Το Gensim περιλαμβάνει υλοποίηση τόσο του Word2Vec [1], που είναι μια 

διαδεδομένη μέθοδος δημιουργίας διανυσμάτων λέξεων, όσο και του Doc2Vec [2], το οποίο 

αποτελεί επέκταση του Word2Vec σε επίπεδο πρότασης/παραγράφου/κειμένου.  

Keras10 

To Keras είναι μια βιβλιοθήκη για Deep Learning που βασίζεται στις βιβλιοθήκες Theano και 

Tensorflow. Το Keras προσφέρει μια υψηλού επιπέδου υλοποίηση για νευρωνικά δίκτυα και 

ταυτόχρονα αρκετές δυνατότητες παραμετροποίησης του εκάστοτε μοντέλου.   

Tensorflow11 

Το Tensorflow είναι μια βιβλιοθήκη ανοικτού κώδικα για αριθμητικούς υπολογισμούς, με πολλές 

εφαρμογές στο Deep Learning. Η βιβλιοθήκη χρησιμοποιεί γράφους, όπου κάθε κόμβος είναι 

ένας αριθμητικός υπολογισμός και κάθε ακμή είναι ο πίνακας δεδομένων (ή τανυστής, tensor) 

που κινείται ανάμεσα στους κόμβους.   

Apache Lucene12 

Το Apache Lucene είναι μια βιβλιοθήκη ανοικτού κώδικα της Java που εξυπηρετεί στην 

ανάκτηση πληροφοριών μέσω αναζήτησης σε πλήρες κείμενο13. Το Lucene χρησιμοποιεί 

αντεστραμμένα ευρετήρια (inverted indexing), δηλαδή για κάθε λέξη που ευρετηριάζει 

αποθηκεύει έναν δείκτη στα κείμενα στα οποία αυτή περιλαμβάνεται. Η μεθοδολογία αυτή οδηγεί 

σε έναν πολύ αποτελεσματικό τρόπο αναζήτησης και ανάκτησης πληροφοριών. Στο πλαίσιο της 

εργασίας χρησιμοποιήθηκε ως μια καθιερωμένη μηχανή ανάκτησης πληροφοριών για σύγκριση 

με τα συστήματα που μελετώνται.    

Συγκεκριμένα, χρησιμοποιήθηκε η έκδοση 6.x.x του Apache Lucene, η οποία χρησιμοποιεί τη 

μέθοδο BM2514 στον αλγόριθμο βαθμολόγησης των σχετικών αρχείων.  

 

                                                 
9 https://radimrehurek.com/gensim/ 
10 https://keras.io/ 
11 https://www.tensorflow.org/ 
12 https://lucene.apache.org/ 
13 Η αναζήτηση σε πλήρες κείμενο διαχωρίζεται από την αναζήτηση σε metadata, τίτλους, βιβλιογραφικές αναφορές. 

Στην αναζήτηση σε πλήρες κείμενο εξετάζονται όλες οι λέξεις του κειμένου για την ανάκτηση της πληροφορίας.  
14 Για περισσότερες πληροφορίες σχετικά με την εφαρμογή του BM25 στο Apache Lucene, βλέπε: 

http://opensourceconnections.com/blog/2015/10/16/bm25-the-next-generation-of-lucene-relevation/ 

https://radimrehurek.com/gensim/
https://keras.io/
https://www.tensorflow.org/
https://lucene.apache.org/
http://opensourceconnections.com/blog/2015/10/16/bm25-the-next-generation-of-lucene-relevation/
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3. Παρουσίαση Συστημάτων 

Σε αυτήν την ενότητα θα παρουσιαστεί μια ευρύτερη αρχιτεκτονική συστημάτων ανάκτησης 

(retrieval) και ανακατάταξης (reranking) πληροφοριών, η οποία περιλαμβάνει τόσο τις μεθόδους 

που αναπτύχθηκαν σε αυτήν τη διπλωματική εργασία όσο και αυτές που αναπτύχθηκαν σε 

προηγούμενη εργασία [4] και αποτέλεσαν την εννοιολογική βάση της παρούσας έρευνας, καθώς 

και ένα σημείο σύγκρισης.  

Στην Εικόνα 2 αναλύεται σχηματικά η διαδικασία που ακολουθείται. Συγκεκριμένα, για τη 

μετατροπή των κειμένων σε διανύσματα μπορεί να χρησιμοποιηθεί η μέθοδος Paragraph Vector 

[2], η οποία μελετάται στην παρούσα διπλωματική εργασία, ή εναλλακτικά η μέθοδος CentIDF, 

η οποία παρουσιάζεται στην εργασία [4]. Η περιγραφή των μεθόδων γίνεται αναλυτικά στην 

Ενότητα 3.1. 

Κάθε ερώτηση του χρήστη μετατρέπεται σε διάνυσμα (ίσου αριθμού διαστάσεων με τα 

διανύσματα των αποσπασμάτων άρθρων). Ακολούθως, χρησιμοποιούνται διάφορες εναλλακτικές 

μέθοδοι εύρεσης κοντινότερων γειτόνων (Approximate Nearest Neighbors στην παρούσα 

εργασία και στην [4],  Exact k-Nearest Neighbors στην [4]) για την εύρεση των κοντινότερων 

διανυσμάτων (άρθρων) προς το διάνυσμα της ερώτησης. Τα αποτελέσματα του συστήματος 

ανάκτησης ταξινομούνται με βάση το μέτρο απόστασης (π.χ. απόσταση συνημιτόνου) που 

χρησιμοποιείται από τον εκάστοτε αλγόριθμο εύρεσης κοντινότερων γειτόνων.  

Στο επόμενο βήμα τα αποτελέσματα οδηγούνται στο σύστημα ανακατάταξης στοχεύοντας στη 

μεταφορά των πιο σχετικών άρθρων στην κορυφή της λίστας αποτελεσμάτων. Στο σύστημα 

ανακατάταξης μπορούν να χρησιμοποιηθούν εναλλακτικά: (α) η μέθοδος RWMD-Q της εργασίας 

[4], που βασίζεται στο μέτρο Word Mover’s Distance [7], (β) ένα νευρωνικό δίκτυο με 

διασταυρωμένη εντροπία (cross entropy) ως συνάρτηση κόστους (loss function), το οποίο 

αναπτύχθηκε στην παρούσα εργασία (εφεξής Σύστημα CE) ή (γ) ένα νευρωνικό δίκτυο με 

συνάρτηση κόστους ειδική για προβλήματα ανακατάταξης (ranking loss function), το οποίο 

επίσης αναπτύχθηκε στην παρούσα εργασία (εφεξής Σύστημα RL). 
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k=1000  
Σε όλα  

τα πειράματα 

Εικόνα 2: Αρχιτεκτονική Συστημάτων Εργασίας 

Ερώτηση σε Φυσική Γλώσσα: 

What symptoms characterize the Muenke syndrome? 

Μετατροπή ερώτησης σε 

διάνυσμα με τη 

χρησιμοποιούμενη μέθοδο 

~ 15 εκατ. αποσπάσματα 

επιστημονικών άρθρων 

Μέθοδοι μετατροπής επιστημονικών 

άρθρων σε διανύσματα 

Paragraph Vector  

(proposed by Le Q. & Mikolov T., 2014) 

CentIDF  

(proposed by Brokos G., Malakasiotis P. 

and Androutsopoulos I., 2016) ) 

Ένα διάνυσμα για καθένα 
από τα ~ 15 εκατ. αποσπάσματα 

1.2 … -3.5 3.36 

2.85 -5.8 … -0.76 

-0.9 -0.15 … 2.3 

6.7 9.25 … 5.5 

… 

2.2 -1.89 … 0.05 

Χρήστης 

1.2 -1.5 … 0.7 

Διάνυσμα Ερώτησης 

Μέθοδοι εύρεσης κοντινότερων 

γειτόνων 

Approximate Nearest Neighbors 

(Cosine distance) 

Exact k-Nearest Neighbors 

 
Μελετάται από την παρούσα 

διπλωματική εργασία 

k Nearest Neighbors: 

0.65 -0.85 … 1.2 

2.2 3.5 … 2.4 

1.4 -0.29 … -3.1 

… 

Συστήματα Ανακατάταξης 

Νευρωνικά δίκτυα με binary cross-

entropy loss function 

Νευρωνικά δίκτυα με ranking loss 

function 

Μέθοδος RWMD 
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Στη συνέχεια παραθέτουμε λεπτομέρειες σχετικά με τις μεθόδους που αναπτύχθηκαν στην 

παρούσα διπλωματική εργασία και για λόγους διευκόλυνσης του αναγνώστη αναλύουμε 

συνοπτικά τις μεθόδους ανάκτησης και ανακατάταξης που περιγράφονται στην ερευνητική 

εργασία των [4].  

3.1. Μέθοδοι Ανάκτησης Πληροφοριών 

Οι μέθοδοι ανάκτησης CentIDF και Paragraph Vector βασίζονται σε τεχνικές μη επιβλεπόμενης 

μάθησης. Επομένως, δεν απαιτούν δεδομένα εκπαίδευσης. 

Η μέθοδος CentIDF επιτυγχάνει την ανάκτηση πληροφοριών με τη χρήση των κεντροειδών των 

διανυσμάτων λέξεων των κειμένων (π.χ. ενός αποσπάσματος επιστημονικού άρθρου ή της 

ερώτησης). Αρχικά, τα κεντροειδή των επιστημονικών άρθρων προϋπολογίζονται (μια φορά για 

όλες τις ερωτήσεις) και για κάθε ερώτηση υπολογίζεται το κεντροειδές των δικών της 

διανυσμάτων λέξεων. Στη συνέχεια ανακτώνται τα 𝑘 κοντινότερα κεντροειδή άρθρων (κατά 

cosine distance) ως προς το κεντροειδές της ερώτησης.  

Ο υπολογισμός των κεντροειδών στη CentIDF μέθοδο γίνεται λαμβάνοντας υπόψη τη συχνότητα 

της λέξης στο κείμενο (Term Frequency) και την αντίστροφη συχνότητά της σε όλο το σώμα 

κειμένων (Inverse Document Frequency).  Ο τύπος για το κεντροειδές 𝑡 είναι ο εξής: 

𝑡 =
∑ 𝑤⃗⃗⃗𝑗 ∙ 𝑇𝐹(𝑤𝑗 , 𝑡) ∙ 𝐼𝐷𝐹(𝑤𝑗

|𝑉|
𝑗=1 )

∑ 𝑇𝐹(𝑤𝑗 , 𝑡) ∙ 𝐼𝐷𝐹(𝑤𝑗)
|𝑉|
𝑗=1

 

Όπου, |𝑉| το μέγεθος του λεξιλογίου, 𝑤𝑗 η 𝑗-οστή λέξη στο λεξιλόγιο, 𝑤𝑗⃗⃗⃗⃗⃗ το διάνυσμα (word 

embedding) της 𝑗-οστής λέξης, 𝑇𝐹(𝑤𝑗 , 𝑡) η συχνότητα της 𝑗-οστής λέξης στο κείμενο και 

𝐼𝐷𝐹(𝑤𝑗)  το IDF15 της 𝑗-οστής λέξης. 

Ένα βασικό σημείο της προαναφερόμενης μεθόδου και της μεθόδου Paragraph Vector, που θα 

περιγραφεί στη συνέχεια, είναι η χρήση διανυσμάτων λέξεων. Tα διανύσματα δημιουργήθηκαν 

από περίπου 15 εκατ. αποσπάσματα επιστημονικών άρθρων της MedLine με τη χρήση του 

Word2Vec16 (μοντέλο Skip-gram) [1] και είναι 200 διαστάσεων. Το Word2Vec  εξάγει δύο 

διανυσματικές παραστάσεις για κάθε λέξη του λεξιλογίου, τη διανυσματική παράσταση εισόδου 

                                                 
15 𝐼𝐷𝐹(𝑤𝑗) = 𝑙𝑜𝑔

𝑁

𝑑𝑓(𝑤𝑗)
, όπου Ν ο συνολικός αριθμός άρθρων στο σώμα κειμένων και 𝑑𝑓(𝑤𝑗) ο αριθμός των 

κειμένων στη συλλογή που περιέχουν τη λέξη 𝑤𝑗 . 
16 Ο όρος Word2Vec (όπως και ο όρος Doc2Vec) έγινε γνωστός λόγω μιας ευρέως χρησιμοποιούμενης υλοποίησης 

της μεθόδου στο [9] από το Gensim (https://radimrehurek.com/gensim/). 

https://radimrehurek.com/gensim/
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(input) και την διανυσματική παράσταση εξόδου (output). Στα μοντέλα της παρούσας εργασίας 

αλλά και της [4] χρησιμοποιήθηκε η πρώτη διανυσματική παράσταση (input word embeddings).  

Η μέθοδος Paragraph Vector [2], που μελετάται στην παρούσα εργασία, αποτελεί μια επέκταση 

της μεθόδου Word2Vec. Στοχεύει στην παραγωγή μιας διαφορετικής διανυσματικής παράστασης 

𝑝⃗ για κάθε ολόκληρο κείμενο (π.χ. πρόταση, παράγραφο, κ.λπ.). Η μέθοδος υλοποιείται μέσω δύο 

μοντέλων, του Distributed Memory Model of Paragraph Vectors (PV-DM) και του Distributed 

Bag of Words of Paragraph Vectors (PV-DBOW). Τόσο το PV-DM όσο και το PV-DBOW 

χωρίζουν το κείμενο που δέχονται ως είσοδο σε παράθυρα λέξεων σταθερού μήκους. Ουσιαστικά, 

το παράθυρο λέξεων είναι μια ακολουθία συγκεκριμένου αριθμού λέξεων (ο αριθμός λέξεων, 

δηλαδή το μέγεθος του παραθύρου, είναι υπερ-παράμετρος του μοντέλου). Το PV-DM προσπαθεί 

χοντρικά να μάθει μια διανυσματική παράσταση 𝑝⃗ για κάθε παράγραφο (ή έγγραφο), ώστε η 𝑝 

να επιτρέπει την πρόβλεψη της επόμενης λέξης (𝑤⃗⃗⃗𝑗+1) σε ένα παράθυρο (ακολουθία λέξεων) 

𝑤𝑖, … , 𝑤𝑗 της παραγράφου,  έχοντας ως είσοδο τη συνένωση (concatenation) της 𝑝⃗ και των 

διανυσμάτων των λέξεων του παραθύρου (𝑝⃗; 𝑤⃗⃗⃗1; … ; 𝑤⃗⃗⃗𝑗)17. Η μέθοδος PV-DBOW προσπαθεί 

χοντρικά να μάθει μια διανυσματική παράσταση 𝑝⃗ για κάθε παράγραφο (ή έγγραφο), ώστε η 𝑝 

να επιτρέπει την πρόβλεψη των λέξεων κάθε παραθύρου της αντίστοιχης παραγράφου, έχοντας 

ως είσοδο την 𝑝⃗.   

Παρότι οι Le και Mikolov ισχυρίζονται στην εργασία τους [2] ότι το μοντέλο PV-DM υπερέχει 

έναντι του PV-DBOW, μετέπειτα επιστημονικές εργασίες [5, 6] παρουσιάζουν το PV-DBOW ως 

καλύτερο μοντέλο παραγωγής διανυσμάτων παραγράφων. Επομένως, για τους σκοπούς της 

διπλωματικής επιλέχθηκε το PV-DBOW (βλέπε Εικόνα 3). 

 

 

 

 

 

 

 

 

                                                 
17 Το σύμβολο «;» ορίζει τη συνένωση δύο διανυσμάτων (vectors concatenation) 
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 d
Q
 

~ 15 εκατ. αποσπάσματα 

επιστημονικών άρθρων 

Paragraph Vector – DBOW μοντέλο 

1.2 -3.5 … 3.3

6 
2.8

5 
-5.8 … -.76 

-0.9 -
0.15 … 2.3 

2.2 -
1.89 … 0.0

5 

… 

~ 15 εκατ. διανύσματα 

άρθρων 

What symptoms characterize the Muenke syndrome? 

1.2 -1.5 … 0.7 

Διάνυσμα ερώτησης 

Approximate Nearest 
Neighbors 

(Cosine distance) 

1000 Nearest Neighbors: 

0.65 -0.85 … 1.2 

2.2 3.5 … 2.4 

1.4 -0.29 … -3.1 

… 

(Συμπερασματική εξαγωγή) 

d
A
 

Σημείωση: 

d
A
 = d

Q
 

Εικόνα 3: Σύστημα ανάκτησης με Paragraph Vector 
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Όσον αφορά στις υπερ-παραμέτρους του PV-DBOW, η επιλογή των περισσότερων ήταν 

αποτέλεσμα πειραμάτων στο πλαίσιο της διπλωματικής και οι τιμές τους παρουσιάζονται στο 

Κεφάλαιο 4. Ειδικότερα, οι σημαντικότερες υπερ-παράμετροι του PV-DBOW είναι οι εξής: 

 αριθμός εποχών εκπαίδευσης,  

 μέγεθος παραθύρου,  

 διαστάσεις διανυσμάτων παραγράφων και λέξεων, 

 χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων ή εκπαίδευση των διανυσμάτων λέξεων 

κατά την εκπαίδευση των διανυσμάτων παραγράφων ή τυχαία αρχικοποίηση των 

διανυσμάτων λέξεων και διατήρησή τους έτσι καθ’ όλη τη διάρκεια της εκπαίδευσης, 

 χρήση Hierarchical Softmax [8] ή Negative Sampling [9] στο επίπεδο εξόδου (output 

layer) 

 ελάχιστη συχνότητα εμφάνισης λέξεων στο σώμα κειμένων προκειμένου να 

συμπεριληφθούν στο λεξιλόγιο (V), 

 αρχικός ρυθμός εκμάθησης (alpha) και ελάχιστος ρυθμός εκμάθησης (min alpha), 

 κατώφλι για την περιορισμένη δειγματοληψία λέξεων του σώματος κειμένων που έχουν 

υψηλή συχνότητα εμφάνισης18 (sample).  

Θα πρέπει να σημειωθεί ότι πολλές υπερ-παράμετροι του PV-DBOW παρέχονται από την 

υλοποίηση του Gensim19 και όχι από την ερευνητική εργασία [2], καθώς οι συγγραφείς της [2] 

δεν αναφέρουν πολλές τεχνικές λεπτομέρειες που απαιτούνται για την υλοποίηση της μεθόδου 

τους.  

3.2. Μέθοδοι Ανακατάταξης Πληροφοριών 

Η ανακατάταξη των αποτελεσμάτων εφαρμόζεται προαιρετικά, αφού έχει ολοκληρωθεί η 

ανάκτηση των πληροφοριών. Στόχος είναι η καλύτερη κατάταξη των σχετικών αποσπασμάτων 

επιστημονικών άρθρων που έχει επιστρέψει η μέθοδος ανάκτησης στο προηγούμενο βήμα. Σε 

αυτήν την περίπτωση οι μέθοδοι εφαρμόστηκαν στα 1000 πιο σχετικά επιστημονικά άρθρα, όπως 

αυτά προέκυψαν από τις μεθόδους εύρεσης κοντινότερων γειτόνων (Approximate Nearest 

Neighbors και Exact k-Nearest Neighbors). 

                                                 
18 “Sample: Threshold for configuring which higher-frequency words are randomly downsampled” (Διαθέσιμο σε 

https://radimrehurek.com/gensim/models/doc2vec.html) 
19 https://radimrehurek.com/gensim/models/doc2vec.html 

 

https://radimrehurek.com/gensim/models/doc2vec.html
https://radimrehurek.com/gensim/models/doc2vec.html
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Η μέθοδος ανακατάταξης RWMD-Q αποτελεί μια παραλλαγή της μεθόδου Word Mover’s 

Distance [7], η οποία μετράει τη συνολική απόσταση που θα πρέπει να διανύσουν τα διανύσματα 

λέξεων δυο κειμένων προκειμένου να ταυτιστούν.  

Λόγω του υψηλού υπολογιστικού κόστους της μεθόδου WMD, καθώς θα πρέπει να εξεταστούν 

οι αποστάσεις ανάμεσα σε πολλαπλά διανύσματα λέξεων των δύο κειμένων, η RWMD-Q 

εξετάζει την απόσταση ανάμεσα στο κάθε διάνυσμα λέξης 𝑤⃗⃗⃗ της ερώτησης Ε και στο κοντινότερο 

διάνυσμα λέξης 𝑤⃗⃗⃗′ του αποσπάσματος Α, αθροίζοντας αυτές τις αποστάσεις για όλες τις λέξεις 

της ερώτησης. Πιο συγκεκριμένα, ο τύπος είναι ο εξής: 

RWMD-Q(𝐸, 𝐴) = ∑ 𝑚𝑖𝑚𝑤′∈𝐴 𝑑𝑖𝑠𝑡(𝑤⃗⃗⃗, 𝑤⃗⃗⃗′)

𝑤∈𝐸

 

Ως απόσταση μεταξύ δύο διανυσμάτων λέξεων ορίζεται η Ευκλείδεια. 

Στο πλαίσιο της διπλωματικής εργασίας, δοκιμάσαμε την αντικατάσταση της μεθόδου RWMD-

Q, που προτείνεται από τις εργασίες [4], [7], [11], με ένα feedforward νευρωνικό δίκτυο.  

Για κάθε ζευγάρι ερώτησης-αποσπάσματος άρθρου, δημιουργήσαμε ένα ενιαίο διάνυσμα, είτε 

συνενώνοντας τα δύο επιμέρους διανύσματα (𝑞⃗; 𝑎⃗, έστω 𝑞⃗ το διάνυσμα της ερώτησης και 𝑎⃗ το 

διάνυσμα του αποσπάσματος) είτε δημιουργώντας ένα νέο διάνυσμα με αφαίρεση ή 

πολλαπλασιασμό των επιμέρους διανυσμάτων, στοιχείο προς στοιχείο (element-wise, 𝑞⃗ ∘ 𝑎⃗). 

Το νευρωνικό δίκτυο υπολογίζει μια βαθμολογία για κάθε ζεύγος, η οποία προβλέπει πόσο 

σχετικό είναι το απόσπασμα με την ερώτηση. Για τον υπολογισμό του βαθμού σχετικότητας κάθε 

αποσπάσματος εφαρμόσαμε δύο διαφορετικές συναρτήσεις κόστους (loss functions). Τη 

συνάρτηση διασταυρωμένης εντροπίας (binary cross-entropy, Σύστημα CE) και τη συνάρτηση 

ranking loss (Σύστημα RL).  

Στο σύστημα CE, η συνάρτηση διασταυρωμένης εντροπίας φροντίζει ώστε τα λανθασμένα 

κατηγοριοποιημένα ζεύγη ερωτήσεων-αποσπασμάτων να «τιμωρούνται» ανάλογα με το πόσο 

απείχε η πρόβλεψη του συστήματος από τη σωστή. Έσω 𝑦𝑛 η σωστή κατηγορία ενός ζεύγους 

ερώτησης-αποσπάσματος, με 𝑦𝑛 = 1 αν το απόσπασμα είναι σχετικό με την ερώτηση και 𝑦𝑛 = 0 

αν δεν είναι. Έστω 𝑦̂𝑛 η απόκριση του συστήματος, δηλαδή πόσο πιθανό θεωρεί το απόσπασμα 

να είναι σχετικό με την ερώτηση. Ο τύπος της διασταυρωμένης εντροπίας είναι ο ακόλουθος: 

𝐿(𝑦, 𝑦̂) = ∑ 𝑦𝑛 log 𝑦̂𝑛 + (1 − 𝑦𝑛)log (1 − 𝑦̂𝑛)

𝑁

𝑛=1
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όπου 𝑁 ο αριθμός των παραδειγμάτων εκπαίδευσης (ζεύγη ερωτήσεων-αποσπασμάτων). Η 

ελαχιστοποίηση της διασταυρωμένης εντροπίας είναι ισοδύναμη με τη μεγιστοποίησης της 

λογαριθμικής δεσμευμένης πιθανοφάνειας (conditional log-likelihood) των παραδειγμάτων 

εκπαίδευσης. 

Αντίθετα, η συνάρτηση ranking loss του συστήματος RL επιχειρεί να διαχωρίσει τα σωστά ζεύγη 

ερωτήσεων-αποσπασμάτων από τα λανθασμένα, δημιουργώντας κι ένα ελάχιστο περιθώριο 

(margin) ανάμεσα στις δύο κατηγορίες, χωρίς να επιμένει το κάθε σωστό ζεύγος να λάβει 𝑦̂𝑛 = 1 

και το κάθε λανθασμένο 𝑦̂𝑛 = 0. Ο τύπος που εφαρμόστηκε είναι ο εξής: 

𝐿(𝑥𝑟 , 𝑥𝑖𝑟) = ∑ ∑ max (0, 𝛥 − 𝑠𝑛 + 𝑠𝑖𝑟)

𝐼𝑅

𝑖𝑟=1

𝑁

𝑛=1

 

όπου 𝑁 ο αριθμός των θετικών παραδειγμάτων εκπαίδευσης (σωστά ζεύγη ερωτήσεων- 

αποσπασμάτων), IR ο αριθμός των αρνητικών παραδειγμάτων (λανθασμένα ζεύγη, αποτελούμενα 

από άσχετες μεταξύ τους ερωτήσεις και αποσπασματα), 𝑠𝑛 το σκορ του νευρωνικού για το 𝑛-στο 

θετικό παράδειγμα, 𝑠𝑖𝑟 το σκορ του νευρωνικού για το 𝑖𝑟-στο αρνητικό παράδειγμα και 𝛥 το 

περιθώριο. Στην πράξη χωρίζουμε τα παραδείγματα εκπαίδευσης σε παρτίδες (batches) και 

εφαρμόζουμε τη συνάρτηση κόστους σε κάθε παρτίδα, οπότε N είναι ο αριθμός των θετικών 

παραδειγμάτων της παρτίδας και IR ο αριθμός των αρνητικών παραδειγμάτων της παρτίδας. 

Και στα δύο συστήματα το επίπεδο εξόδου του νευρωνικού δικτύου αποτελείται από έναν μόνο 

κόμβο (νευρώνα). Στο Σύστημα CE, η έξοδος (𝑦̂) υπολογίζεται ως εξής: 

𝑦̂𝐶𝐸 = 𝑠𝑖𝑔𝑚𝑜𝑖𝑑(𝑊𝑜
𝑇ℎ + 𝑏𝑜),   𝑊𝑜, ℎ ∈ ℝ𝐷  𝜅𝛼𝜄 𝑏𝑜 ∈  ℝ 

όπου h το διάνυσμα εξόδου του τελευταίου κρυμμένου επιπέδου, 𝑊𝑜 ο πίνακας βαρών του 

επιπέδου εξόδου, 𝑏𝑜 μια σταθερά bias)  και D ο αριθμός των κόμβων στο τελευταίο κρυμμένο 

επίπεδο. Η χρήση της σιγμοειδούς συνάρτησης είναι απαραίτητη καθώς θέλουμε πιθανότητες για 

την εφαρμογή της συνάρτησης κόστους της διασταυρωμένης εντροπίας.  

Αντίθετα, στο σύστημα RL δεν είναι απαραίτητη η χρήση συνάρτησης ενεργοποίησης στο 

τελευταίο επίπεδο και η έξοδος διαμορφώθηκε ως εξής: 

𝑦̂𝑅𝐿 = 𝑊𝑜
𝑇ℎ + 𝑏𝑜 ,   𝑊𝑜, ℎ ∈ ℝ𝐷  𝜅𝛼𝜄 𝑏𝑜 ∈  ℝ 

Σχετικά με τις υπερ-παραμέτρους του νευρωνικού δικτύου, όπως και στην περίπτωση της 

μεθόδου Paragraph Vector, θα πρέπει να ρυθμιστούν μέσω πειραματισμού. Συγκεκριμένα, οι 

υπερ-παράμετροι και τεχνικές που ερευνήσαμε στην εργασία είναι: 



 

 

23 

 

 Στα διανύσματα εισόδου, συνένωση διανυσμάτων ερώτησης-αποσπάσματος ή 

πολλαπλασιασμός/αφαίρεση διανυσμάτων στοιχείο προς στοιχείο. 

 Αριθμός κρυμμένων επιπέδων.  

 Αριθμός κόμβων ανά κρυμμένο επίπεδο. 

 Συνάρτηση ενεργοποίησης ανά κρυμμένο επίπεδο. 

 Χρήση πρόωρου τερματισμού της εκπαίδευσης (early-stopping). 

 Ομαλοποίηση με L2-norm (normalization) στα δεδομένα εισόδου. 

Στη φάση του ελέγχου (development & test set), τα 1000 αποσπάσματα άρθρων κάθε ερώτησης 

κατανέμονται με βάση το σκορ τους (την έξοδο του νευρωνικού) κατά φθίνουσα σειρά. Για την 

αξιολόγηση των αποτελεσμάτων των νευρωνικών δικτύων, βλέπε Κεφάλαιο 4 – Μέτρα 

αξιολόγησης. 

Τέλος, αξίζει να σημειωθεί ότι οι μέθοδοι ανακατάταξης εφαρμόστηκαν μόνο στα αποτελέσματα 

της καλύτερης μεθόδου ανάκτησης, η οποία  είναι η CentIDF [4], όπως παρουσιάζεται στην 

Κεφάλαιο 4.  

3.3. Μέθοδοι Εύρεσης Κοντινότερων Γειτόνων 

Η επιλογή του Approximate Nearest Neighbors (ΑΝΝ) ως μεθόδου εύρεσης κοντινότερων 

γειτόνων στηρίζεται στην εργασία [4], η οποία έδειξε ότι η χρήση του μειώνει σε σημαντικό 

βαθμό το χρόνο εύρεσης των 𝑘 κοντινότερων σημείων (εδώ, σχετικών άρθρων) συγκριτικά με 

τον Exact k-Nearest Neighbors (brute force exhaustive search). H μείωση της επίδοσης του 

συστήματος είναι πολύ μικρή.  

Για την εφαρμογή του ΑΝΝ στη διπλωματική εργασία χρησιμοποιήθηκε η βιβλιοθήκη 

“Annoy”20. Η βιβλιοθήκη δημιουργεί ένα δάσος από δυαδικά δέντρα αναζητώντας τους 

κοντινότερους γείτονες σε αυτά. Επομένως, στο πλαίσιο της εργασίας χρειάστηκε η ρύθμιση 

κάποιων υπερ-παραμέτρων και συγκεκριμένα, του αριθμού των δέντρων που δημιουργούνται και 

του αριθμού των κόμβων που θα ελεγχθούν (η παράμετρος αυτή αποτελεί μια απόφαση για το 

πόσο επιθυμούμε να κερδίσουμε σε χρόνο αναζήτησης έναντι ακρίβειας)21.  

Για λόγους συμβατότητας και εύκολης σύγκρισης των αποτελεσμάτων των επιμέρους 

συστημάτων, οι υπερ-παράμετροι ορίστηκαν σύμφωνα με την ερευνητική εργασία [4]. 

Ειδικότερα, οι τιμές των υπερ-παραμέτρων είναι: 

                                                 
20 https://github.com/spotify/annoy  
21https://erikbern.com/2015/10/01/nearest-neighbors-and-vector-models-part-2-how-to-search-in-high-dimensional-

spaces/ 

https://github.com/spotify/annoy
https://erikbern.com/2015/10/01/nearest-neighbors-and-vector-models-part-2-how-to-search-in-high-dimensional-spaces/
https://erikbern.com/2015/10/01/nearest-neighbors-and-vector-models-part-2-how-to-search-in-high-dimensional-spaces/
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 Αριθμός δέντρων = 100 

 Αριθμός κόμβων προς έλεγχο = 10 * |Κοντινότεροι Γείτονες| * |Αριθμός Δέντρων| 

[Δεδομένου ότι σε όλα τα πειράματα επιλέχθηκαν οι 1000 κοντινότεροι γείτονες, ο αριθμός 

κόμβων προς έλεγχο ισούται με 10*1000*100=106. Σύμφωνα με αποτελέσματα στο [4], ο 

Approximate Nearest Neighbors με τις συγκεκριμένες παραμέτρους μειώνει κατά 99,33% το 

χρόνο αναζήτησης κοντινότερων γειτόνων ανά ερώτημα. Συγκεκριμένα, χρησιμοποιώντας 

διανύσματα 200 διαστάσεων, ο χρόνος του Exact Nearest Neighbors είναι 52.7 δευτερόλεπτα 

(± 1.75 δευτερόλεπτα) ανά ερώτημα και ο χρόνος του ANN, 0.35 δευτερόλεπτα (± 0.04 

δευτερόλεπτα)22]. 

Το μέτρο απόστασης που χρησιμοποιήθηκε είναι η Απόσταση Συνημίτονου (Cosine Distance)23. 

 

  

                                                 
22 Χαρακτηριστικά εξυπηρετητή που πραγματοποιήθηκαν τα πειράματα: 4 x Intel Xeon E5620 Processor (2.40GHz, 

4C, 12M Cache, 5.86 GT/s QPI, 80W TDP, Turbo, HT), 128GB RAM (DDR3-1066MHz), CentOS release 6.6 
23 Σύμφωνα με τη βιβλιοθήκη της Python που χρησιμοποιήθηκε (https://github.com/spotify/annoy), η απόσταση 

συνημίτονου υπολογίζεται από την Ευκλείδεια απόσταση των κανονικοποιημένων (διαιρεμένων με τη νόρμα-2 τους) 

διανυσμάτων.  

https://github.com/spotify/annoy


 

 

25 

 

4. Πειράματα 

4.1. Μέτρα αξιολόγησης 

Για την αξιολόγηση των συστημάτων που μελετώνται στη διπλωματική εργασία 

χρησιμοποιήθηκαν ίδιες μετρικές με εκείνες της εργασίας [4], ώστε τα αποτελέσματα να είναι 

άμεσα συγκρίσιμα. Συγκεκριμένα, οι μετρικές αξιολόγησης που χρησιμοποιούνται είναι οι 

παρακάτω, όπου K ο αριθμός των ερωτήσεων. 

(α) Macro-Precision 

Ο τύπος που υπολογίζει το Macro-Precision είναι ο εξής: 

1

𝐾
∑

|{𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼} ∩ {𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘

|{𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘

𝐾

𝑘=1

 

(β) Macro Recall 

Ο τύπος που υπολογίζει το Macro-Recall είναι: 

1

𝐾
∑

|{𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼} ∩ {𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘

|{𝛴𝜒𝜀𝜏𝜄𝜅ά Ά𝜌𝜃𝜌𝛼}|𝑘

𝐾

𝑘=1

 

(γ) Micro Precision 

Ο τύπος που υπολογίζει το Micro-Precision είναι: 

∑ |{𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼} ∩ {𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘
𝐾
𝑘=1

∑ |{𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘
𝛫
𝑘=1

 

(δ) Micro Recall 

Ο τύπος που υπολογίζει το Micro-Recall είναι: 

∑ |{𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼} ∩ {𝛢𝜈𝛼𝜅𝜏𝜂𝜃έ𝜈𝜏𝛼 Ά𝜌𝜃𝜌𝛼}|𝑘
𝐾
𝑘=1

∑ |{𝛴𝜒𝜀𝜏𝜄𝜅ά Ά𝜌𝜃𝜌𝛼}|𝑘
𝐾
𝑘=1

 

Οι προαναφερόμενες μετρικές αξιολόγησης δε λαμβάνουν υπόψη την κατάταξη των 

αποτελεσμάτων (δηλαδή, αν τα σχετικά άρθρα βρίσκονται στην αρχή ή στο τέλος της λίστας 

αποτελεσμάτων). Ωστόσο, οι μετρικές που θα αναφέρουμε στη συνέχεια είναι πιο κατάλληλες 

για αυτόν τον σκοπό.  

(ε) Mean Interpolated Precision (MIP) 
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Για την εφαρμογή της συγκεκριμένης μετρικής, τα ανακτηθέντα άρθρα 𝐴𝑖
𝑘 της ερώτησης Qk θα 

πρέπει να είναι ταξινομημένα από το πιο σχετικό ως το λιγότερο σχετικό (κατά φθίνουσα σειρά 

βεβαιότητας του συστήματος).  

Όπως περιγράφεται στο [12], το MIP υπολογίζεται ως εξής: 

Χαρακτηρίζουμε κάθε ανακτηθέν άρθρο Ai μιας ερώτησης Qk με την πραγματική του κατηγορία 

(σχετικό ή μη σχετικό). Στη συνέχεια, υπολογίζουμε το Precision 𝑃𝑄𝑘
(𝐴𝑖) και το Recall 𝑅𝑄𝑘

(𝐴𝑖) 

μέχρι και το ανακτηθέν άρθρο Ai ως εξής: 

𝑃𝑄𝑘
(𝐴𝑖) =

|𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼 𝜏𝜂𝜍 𝜀𝜌ώ𝜏𝜂𝜎𝜂𝜍 𝑄𝑘 𝜇έ𝜒𝜌𝜄 𝜅𝛼𝜄 𝜏𝜊 ά𝜌𝜃𝜌𝜊 𝐴𝑖|

𝑖
 

𝑅𝑄𝑘
(𝐴𝑖) =

|𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼 𝜏𝜂𝜍 𝜀𝜌ώ𝜏𝜂𝜎𝜂𝜍 𝑄𝑘 𝜇έ𝜒𝜌𝜄 𝜅𝛼𝜄 𝜏𝜊 ά𝜌𝜃𝜌𝜊 𝐴𝑖|

|𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼|𝑄𝑘

 

 

όπου i η θέση που βρισκόμαστε κάθε δεδομένη στιγμή στο σύνολο των ανακτηθέντων άρθρων 

μιας ερώτησης και |𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼|𝑄𝑘
 ο αριθμός των σχετικών άρθρων της ερώτησης Qk. 

Για κάθε επίπεδο Recall (r), τέτοιο ώστε 𝑟 ∈ {0.0,0.1,0.2, … ,1.0}, υπολογίζουμε το Interpolated  

Precision 𝐼𝑃𝑄𝑘
(𝑟) για κάθε Qk ως εξής: 

𝐼𝑃𝑄𝑘
(𝑟) = max𝑖:𝑅𝑄𝑘(𝐴𝑖)≥𝑟

𝑃𝑄𝑘
 

Σε κάθε επίπεδο Recall (r) το Mean Interpolated Precision υπολογίζεται αθροίζοντας το 𝐼𝑃𝑄𝑘
(𝑟) 

όλων των ερωτήσεων και διαιρώντας με το πλήθος τους:  

𝑀𝐼𝑃(𝑟) =  
1

𝐾
∑ 𝐼𝑃𝑄𝑘 (𝑟)

𝐾

𝑘=1

 

(στ) Mean Average Interpolated Precision (MAIP) 

Για τον υπολογισμό του MAIP ακολουθούμε τα εξής βήματα: 

 Αθροίζουμε το 𝐼𝑃𝑄𝑘
(𝑟) και των έντεκα (11) επιπέδων Recall για κάθε ερώτηση ξεχωριστά 

και το διαιρούμε δια τον αριθμό των επιπέδων. 

𝐴𝐼𝑃𝑄𝑘
=

1

11
∑ 𝐼𝑃𝑄𝑘 (𝑟)

𝑟∈{0.0,0.1,…,1.0}

 

  Αθροίζουμε το 𝐴𝐼𝑃𝑄𝑘
 όλων των ερωτήσεων και διαιρούμε δια το πλήθους τους 
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𝑀𝐴𝐼𝑃 =
1

𝐾
∑ 𝐴𝐼𝑃𝑄𝑘

𝐾

𝑘=1

 

(ζ) Mean Average Precision (MAP) 

Για τον υπολογισμό του MAP ακολουθούμε τα εξής βήματα: 

 Υπολογίζουμε το Precision σύμφωνα με τον παρακάτω τύπο σε κάθε θέση i: 

𝑃𝑄𝑘
(𝐴𝑖) =

|𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼 𝜏𝜂𝜍 𝜀𝜌ώ𝜏𝜂𝜎𝜂𝜍 𝑄𝑘 𝜇έ𝜒𝜌𝜄 𝜅𝛼𝜄 𝜏𝜊 ά𝜌𝜃𝜌𝜊 𝐴𝑖|

𝑖
 

 Βρίσκουμε το Average Precision ως εξής: 

𝐴𝑃𝑄𝑘
=

1

|𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼|𝑄𝑘

∑ 𝑃𝑄𝑘
(𝐴𝑖)

|𝐴|

𝑖=1

 

 Βρίσκουμε το μέσο Average Precision για όλες τις ερωτήσεις: 

𝑀𝐴𝑃 =  
1

𝐾
∑ 𝐴𝑃𝑄𝑘

𝐾

𝑘=1

 

όπου |𝛢| ο αριθμός των ανακτηθέντων άρθρων, |𝛴𝜒𝜀𝜏𝜄𝜅ά ά𝜌𝜃𝜌𝛼|𝑄𝑘
 ο αριθμός των σχετικών 

άρθρων της ερώτησης Qk 

(η) Normalized Discounted Cumulative Gain (nDCG) 

Για να υπολογίζουμε το Normalized Discounted Cumulative Gain (nDCG) εφαρμόζουμε τα εξής 

βήματα: 

 Αρχικά, υπολογίζουμε το DCGQ μιας ερώτησης Q, εφαρμόζοντας τον εξής τύπο: 

𝐷𝐶𝐺𝑄 = ∑
1{𝐴𝑖 ∈ 𝑅𝑒𝑙𝑄}

log2(𝑖 + 1)
,

𝑝

𝑖=1

 

όπου p το βαθύτερο σημείο της κατάταξης που έχει καθοριστεί για μέτρηση του DCG 

(π.χ. DCG μέχρι τη θέση 20 της κατάταξης), 𝐴𝑖 το ανακτηθέν άρθρο στη i-οστή θέση 

και RelQ το σύνολο των σχετικών άρθρων της ερώτησης. Ουσιαστικά, για κάθε σχετικό 

άρθρο που συναντάμε στη λίστα ανακτηθέντων υπολογίζουμε 
1

log2(𝑖+1)
 , όπου i η θέση 

του στην λίστα. Διαφορετικά (για μη σχετικό άρθρο), υπολογίζουμε 0. 

 Στη συνέχεια, υπολογίζουμε το IDCGQ της ερώτησης. Για τον υπολογισμό αυτού του 

μέτρου θεωρούμε ότι έχουμε κατατάξει τα σχετικά άρθρα στην κορυφή της λίστας.  
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𝐼𝐷𝐶𝐺𝑄 = ∑
1

log2(𝑖 + 1)

|𝑅𝑒𝑙𝑄|

𝑖=1

 

 

Όπου, |RelQ| ο αριθμός των σχετικών άρθρων της ερώτησης. 

 Το nDCG της ερώτησης Q ισούται με: 

𝑛𝐷𝐶𝐺𝑄 =
𝐷𝐶𝐺𝑄

𝐼𝐷𝐶𝐺𝑄
 

Το μέσο nDCG όλων των ερωτήσεων είναι: 

𝑀𝑒𝑎𝑛 𝑛𝐷𝐶𝐺 =  
1

𝐾
∑ 𝑛𝐷𝐶𝐺𝑘

𝐾

𝑘=1

 

(θ) Perfect Reranking 

Το Perfect Reranking υποδεικνύει τα καλύτερα δυνατά αποτελέσματα που μπορεί να πετύχει ένα 

σύστημα ανακατάταξης με δεδομένα τα αποτελέσματα του συστήματος ανάκτησης.  

Συγκεκριμένα, θεωρούμε τη βέλτιστη ανακατάταξη των αποτελεσμάτων του συστήματος 

ανάκτησης τοποθετώντας τα σχετικά άρθρα στις κορυφαίες θέσεις της λίστας. Στη συνέχεια, 

εξάγουμε τα αποτελέσματα (Perfect) MIP και (Perfect) MAIP, ακριβώς όπως περιεγράφηκαν πιο 

πάνω. 

𝑀𝐼𝑃(𝑟) =  
1

𝐾
∑ 𝐼𝑃𝑄𝑘 (𝑟)𝐾

𝑘=1   και 𝑀𝐴𝐼𝑃 =
1

𝐾
∑ 𝐴𝐼𝑃𝑄𝑘

𝐾
𝑘=1  

Τα αποτελέσματα αυτής της μετρικής δείχνουν όχι μόνο το μέγιστο που μπορεί να πετύχει ένα 

σύστημα ανακατάταξης με βάση τα αποτελέσματα μιας συγκεκριμένης μεθόδου ανάκτησης, αλλά 

αποτελεί και ένα μέτρο αξιολόγησης των μεθόδων ανάκτησης αυτών καθ’ εαυτών.  

 

4.2. Σύστημα Ανάκτησης με Paragraph Vectors 

4.2.1. Ρύθμιση Υπερ-παραμέτρων 

Η υπο-ενότητα αυτή αφορά τη διαδικασία ρύθμισης των υπερ-παραμέτρων του Συστήματος 

Ανάκτησης με Paragraph Vectors. 

Αρχικά, τα διανύσματα παραγράφων είναι 200 διαστάσεων. Οι διαστάσεις παρέμειναν σταθερές 

σε όλα τα πειράματα και επιλέχθηκαν προκειμένου να είναι σύμφωνες με τις διαστάσεις 

κεντροειδών που αναφέρονται στην επιστημονική εργασία [4], ώστε τα αποτελέσματα να είναι 

άμεσα συγκρίσιμα. Ένας ακόμη λόγος είναι ότι η αύξησή τους ενείχε υψηλό υπολογιστικό 
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κόστος. Ενδεικτικά, αναφέρεται ότι η εκπαίδευση ενός μοντέλου, σε ολόκληρο το σώμα 

κειμένων, για είκοσι (20) εποχές διάρκεσε πάνω από 18 ημέρες24.  

Μια ακόμη υπερ-παράμετρος που διατηρήσαμε σταθερή σε όλα τα πειράματα είναι το κατώφλι 

για την περιορισμένη δειγματοληψία λέξεων του σώματος κειμένων με υψηλή συχνότητα εμφάνισης 

(sample). Η τιμή της παραμέτρου ορίστηκε στο 1e-5 σύμφωνα με την εργασία [6] και την 

τεκμηρίωση της βιβλιοθήκης Gensim Doc2Vec.  

Ακόμη, ο ρυθμός μάθησης (alpha) ξεκίνησε με σταθερή τιμή 0,025 (προ-επιλεγμένη τιμή 

βιβλιοθήκης) σε όλα τα πειράματα και κατόπιν μειωνόταν κατά 0,002 σε κάθε εποχή. Επίσης, η 

υπέρ-παράμετρος ελάχιστος ρυθμός μάθησης διατηρήθηκε στο ίδιο επίπεδο με τον ρυθμό μάθησης 

(alpha) σε κάθε εποχή (μειούμενος σταδιακά κατά 0,002)25. Για τον προσδιορισμό αυτών των 

τιμών ακολουθήσαμε τις συστάσεις26 των δημιουργών της βιβλιοθήκης Doc2Vec Gensim. 

Σχετικά με την εκπαίδευση του μοντέλου πειραματιστήκαμε με την εκπαίδευση σε όλο το σώμα 

κειμένων (περίπου 15 εκατ. αποσπάσματα επιστημονικών άρθρων) (μεγάλο σώμα) και σε ένα 

μικρότερο, τυχαίο δείγμα (500.000 αποσπάσματα επιστημονικών άρθρων) (μικρό σώμα). Στην 

πρώτη περίπτωση απαιτείται μόνο η εξαγωγή του διανύσματος της ερώτησης (μέσω 

συμπερασματικής εξαγωγής27) από το εκπαιδευμένο μοντέλο28. Στη δεύτερη περίπτωση γίνεται 

συμπερασματική εξαγωγή (inference) διανυσμάτων τόσο των αποσπασμάτων 

(συμπεριλαμβανομένων και των 500.000 που χρησιμοποιήθηκαν στην εκπαίδευση του μοντέλου) 

όσο και των ερωτήσεων. Θεωρούμε το μέγεθος του κειμένου που έγινε η εκπαίδευση, τη 

διαδικασία εξαγωγής διανυσμάτων και τα βήματα συμπερασματικής εξαγωγής (inference steps) 

υπερ-παραμέτρους του μοντέλου που θα πρέπει να ρυθμιστούν.  

Στα πειράματα με μεγάλο σώμα εκπαίδευσης, χρησιμοποιήσαμε Negative Sampling (NS) αντί 

Hierarchical Softmax (HS) για τις εκτιμήσεις πιθανοτήτων στο εσωτερικό του Doc2Vec, επειδή 

το NS είναι πιο γρήγορο. Στα πειράματα με μικρό σώμα εκπαίδευσης, όπου τα διανύσματα όλων 

των αποσπασμάτων υπολογίζονται εκ νέου με συμπερασματική εξαγωγή (inference) μετά την 

                                                 
24 Χαρακτηριστικά εξυπηρετητή στον οποίο πραγματοποιήθηκε το πείραμα: Linux Debian 7, 2 x Intel Xeon Ε5-2430 

Processor (2.20GHz, 6C, 15M Cache, 7.2 GT/s QPI, 95W, Turbo), 64GB RAM (8 * 8Gb RDIMM, 1600MHz). Ο 

εξυπηρετητής είναι κοινός και ενδεχομένως να υπήρχαν και άλλα πειράματα παράλληλα. 
25 Με εξαίρεση την πρώτη εποχή όπου alpha=0.025 και min alpha = 0.001 
26 https://rare-technologies.com/doc2vec-tutorial/ 
27 Ως «συμπερασματική εξαγωγή» αναφέρεται το «Inference Stage» που περιγράφουν οι Le και Mikolov στην 

εργασία τους [2], σελίδα 3. Το στάδιο της συμπερασματικής εξαγωγής χρησιμοποιείται κυρίως για τη δημιουργία 

ενός διανύσματος για ένα νέο κείμενο, που δεν το έχουμε συναντήσει κατά την εκπαίδευση. Στην πράξη, όμως, είναι 

συχνά προτιμότερο να χρησιμοποιηθεί συμπερασματική εξαγωγή και για τα διανύσματα των κειμένων εκπαίδευσης, 

ώστε να βελτιωθούν και αυτά μετά την εκπαίδευση. 
28 Σε κάποια πειράματα δοκιμάζεται η εκπαίδευση σε ολόκληρο το σώμα κειμένων και η συμπερασματική εξαγωγή 

τόσο των διανυσμάτων παραγράφων όσο και των διανυσμάτων των ερωτήσεων. 

https://rare-technologies.com/doc2vec-tutorial/
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εκπαίδευση του Doc2Vec, χρησιμοποιήσαμε HS γιατί αυτό ήταν εφικτό (λόγω του μικρότερου 

μεγέθους του σώματος εκπαίδευσης) αλλά και γιατί διαφορετικά (με χρήση NS) δεν θα υπήρχαν 

παράμετροι του ίδιου του Doc2Vec (εκτός από τα διανύσματα λέξεων) προς εκπαίδευση στο 

στάδιο της εκπαίδευσης.  

Τέλος, όσον αφορά τη χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων, επιλέχθηκαν τα ίδια 

διανύσματα που είχαν χρησιμοποιηθεί στη μέθοδο CentIDF (βλέπε Κεφάλαιο 3). Τα διανύσματα 

δεν ενημερώνονταν κατά τη διάρκεια εκπαίδευσης των διανυσμάτων παραγράφων. 

Υπερ-παράμετρος Τιμή 

Διαστάσεις διανυσμάτων παραγράφων και 

λέξεων 

200 

Sample 1e-5 

Ρυθμός μάθησης (alpha) 0,025 (μείωση 0,002 κάθε εποχή) 

Ελάχιστος ρυθμός μάθησης (min alpha) 0,025 (μείωση 0,002 κάθε εποχή) 

Πίνακας 6: Τιμές υπέρ-παραμέτρων που διατηρήθηκαν σταθερές σε όλα τα πειράματα 

Υπέρ-παράμετροι που δεν αναφέρονται στον Πίνακα 6 αποτέλεσαν αντικείμενο πειραματισμού 

στο πλαίσιο της διπλωματικής. Στον παρακάτω πίνακα αναφέρονται όλα τα πειράματα που έγιναν 

με το Σύστημα Ανάκτησης με Paragraph Vector και οι τιμές των υπέρ-παραμέτρων που 

δοκιμάστηκαν.  

Η σειρά πραγματοποίησης των πειραμάτων υποδεικνύει την προσπάθεια να μελετηθεί η επιρροή 

στις επιδόσεις του συστήματος από την αλλαγή μιας υπέρ-παραμέτρου τη φορά. Έτσι, όποιες 

τιμές υπέρ-παραμέτρων βελτίωναν τις επιδόσεις του συστήματος παγιώνονταν και στο επόμενο 

πείραμα μελετιούνταν οι τιμές μιας διαφορετικής υπερ-παραμέτρου.  

Πείραμα 
Εποχές 

εκπαίδευσης 

Μέγεθος 

Παραθύρου  

Προ-

εκπαιδευμένα 

διανύσματα 

λέξεων 

Hierarchical 

Softmax ή 

Negative 

Sampling 

Μικρό 

ή 

Μεγάλο 

Σώμα 

Εξαγωγή 

διανυσμάτων 

για όλα ή 

μόνο για 

ερωτήσεις 

Βήματα 

εξαγωγής 

Ελάχιστη 

Συχνότητα 

Εμφάνισης 

1 10 5 

Όχι 

(διατήρηση 

τυχαίων 

διανυσμάτων) 

NS Μεγάλο 
Μόνο 

ερωτήσεις 
20 5 

2 10 8 

Όχι 

(διατήρηση 

τυχαίων 

διανυσμάτων) 

NS Μεγάλο 
Μόνο 

ερωτήσεις 
20 5 

3 5 8 Ναι HS Μικρό Όλα 20 5 

4 10 8 Ναι HS Μικρό Όλα 20 5 
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5 10 8 Ναι HS Μικρό Όλα 50 5 

6 10 8 Ναι HS Μικρό Όλα 50 1 

7 10 8 

Όχι 

(διατήρηση 

τυχαίων 

διανυσμάτων) 

HS Μικρό Όλα 50 1 

8 10 8 

Όχι 

(εκπαίδευση 

μαζί με 

διανύσματα 

παραγράφων) 

HS Μικρό Όλα 50 1 

9 10 8 Ναι HS Μεγάλο Όλα 50 5 

10 10 8 Ναι HS Μεγάλο Όλα 100 5 

11 10 8 Ναι HS Μεγάλο 
Μόνο 

ερωτήσεις 
50 5 

12 20 8 Ναι HS Μεγάλο Όλα 50 5 

13 20 8 Ναι HS Μεγάλο 
Μόνο 

ερωτήσεις 
50 5 

Πίνακας 7: Πειράματα με το Σύστημα Ανάκτησης με Paragraph Vector και Τιμές Υπέρ-παραμέτρων 

Στον παρακάτω πίνακα επεξηγούνται κάποιες στήλες του Πίνακα 7. 

Ονομασία στήλης Επεξήγηση 

Προ-εκπαιδευμένα διανύσματα 

λέξεων 

Xρήση ή μη προ-εκπαιδευμένων διανυσμάτων 

λέξεων. 

Στην περίπτωση μη χρήσης προ-εκπαιδευμένων 

διανυσμάτων λέξεων (δηλαδή, «Όχι»), υπάρχει η 

δυνατότητα είτε εκπαίδευσης των διανυσμάτων 

λέξεων παράλληλα με τα διανύσματα παραγράφων 

(αναφέρεται ρητά στον Πίνακα 5 όπου 

χρησιμοποιείται) είτε τυχαίας αρχικοποίησης και 

διατήρησης έτσι καθ’ όλη τη διάρκεια εκπαίδευσης. 

Hierarchical ή Negative Sampling 
Xρήση Hierarchical Softmax ή Negative Sampling 

στο εσωτερικό του Doc2Vec 

Εξαγωγή διανυσμάτων για όλα ή 

μόνο για ερωτήσεις 

Σε κάποια πειράματα, όπου χρησιμοποιήσαμε το 

μεγάλο σώμα κειμένων (όλα τα αποσπάσματα 

άρθρων) για την εκπαίδευση του μοντέλου, είχαμε τις 

εξής επιλογές: 

α. να εξάγουμε μόνο το διάνυσμα της ερώτησης και 

να χρησιμοποιήσουμε τα διανύσματα των 

αποσπασμάτων άρθρων που προκύπτουν από το 

εκπαιδευμένο μοντέλο 
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β. να εξάγουμε το διάνυσμα της ερώτησης και όλα 

τα διανύσματα αποσπασμάτων άρθρων εξαρχής 

με βάση το εκπαιδευμένο μοντέλο  

Βήματα εξαγωγής 

Η βιβλιοθήκη Gensim παρέχει τη δυνατότητα 

επιλογής των βημάτων (εποχών) που θα 

πραγματοποιηθούν προκειμένου να εξαχθεί το 

διάνυσμα παραγράφου ενός νέου κειμένου (μέσω 

συμπερασματικής εξαγωγής).  

Σε κάθε βήμα χρησιμοποιείται ένας ρυθμός μάθησης 

με αρχική τιμή 0,1 και με ελάχιστη τιμή όσο 

προχωράει η διαδικασία μάθησης (δηλαδή, τα 

βήματα) το 0,0001.  

Ελάχιστη Συχνότητα Εμφάνισης 

Ελάχιστη απαιτούμενη συχνότητα εμφάνισης μιας 

λέξης στο σώμα κειμένων προκειμένου να εισαχθεί 

στο Λεξιλόγιο 

Πίνακας 8: Επεξήγηση στηλών πίνακα πειραμάτων 

4.2.2. Προ-επεξεργασία κειμένου 

Η προ-επεξεργασία των αποσπασμάτων και των ερωτήσεων περιελάμβανε την αφαίρεση όλων 

των σημείων στίξης και την μετατροπή των κεφαλαίων σε πεζά.  

Για την υλοποίηση της μεθόδου Paragraph Vector δεν αφαιρέσαμε stop-words, αντίθετα με την 

εργασία [4], όπου η εφαρμογή της μεθόδου CentIDF συνοδεύτηκε από την αφαίρεση τους. 

Ωστόσο, σε μελλοντική έρευνα προτείνεται η αφαίρεση των stop-words πριν την εφαρμογή της 

μεθόδου Paragraph Vector προκειμένου να μελετηθεί η επίδρασή τους στα αποτελέσματα και να 

είναι πιο άμεσα συγκρίσιμα αποτελέσματα σε σχέση με την εργασία [4]. 

 

4.2.3. Αποτελέσματα Συστήματος 

Το MIP του καλύτερου Συστήματος Ανάκτησης με Paragraph Vectors που αναδείχθηκε από τα 

πειράματα παρουσιάζεται στο παρακάτω γράφημα (βλ. καμπύλη «PV, Epoch_10, HS, 

LargeCorpus,Pretrained_WE,Inf_All,Steps_50,MinCount_1,Exper_9») 
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Για την εκπαίδευση του συστήματος χρειάστηκαν 10 εποχές, μέγεθος παραθύρου λέξεων 8, 

μέθοδος Hierarchical Softmax, εκπαίδευση σε όλο το σώμα κειμένων και διαδικασία 

συμπερασματικής εξαγωγής όλων των διανυσμάτων εξαρχής με βάση το εκπαιδευμένο μοντέλο.  

Ωστόσο, όπως βλέπουμε από το Γράφημα 5, το σύστημα ανάκτησης με Paragraph Vector έχει 

χαμηλότερες επιδόσεις από όλα τα υπόλοιπα συστήματα και αρκετά μεγάλη διαφορά από το 

καλύτερο σύστημα ανάκτησης που δοκιμάστηκε στο πλαίσιο της διπλωματικής, το Apache 

Lucene.  

Στη συνέχεια, συγκρίνουμε τη μετρική Perfect Reranking MIP του καλύτερου συστήματος 

ανάκτησης με Paragraph Vector με τα άλλα συστήματα. Όπως βλέπουμε στο Γράφημα 6, οι 

επιδόσεις όλων των συστημάτων είναι πολύ καλύτερες με τη μετρική Perfect Reranking MIP 

(διακεκομμένη γραμμή) συγκριτικά με το απλό MIP (ενιαία γραμμή). Αυτό οφείλεται στο ότι 

τοποθετούμε τεχνητά όλα τα σχετικά άρθρα που έχει επιστρέψει η συγκεκριμένη μέθοδος 

ανάκτησης στην κορυφή της λίστας, εφαρμόζοντας ουσιαστικά ένα βέλτιστο σύστημα 

ταξινόμησης.  

Επίσης, βλέπουμε ότι στην περίπτωση της βέλτιστης δυνατής κατάταξης των αποτελεσμάτων 

(όλων των μεθόδων), η μέθοδος ανάκτησης με Paragraph Vector υπερέχει από τη μηχανή 

αναζήτησης PubMed (σε όρους Perfect MIP), ενώ εξακολουθεί να υπολείπεται των Apache 

Lucene και CentIDF. Από αυτό εξάγουμε το συμπέρασμα ότι τα περιθώρια βελτίωσης μέσω 

Γράφημα 5: Αποτέλεσμα MIP καλύτερου Συστήματος Ανάκτησης με Paragraph Vectors συγκριτικά με άλλα 

συστήματα 
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ανακατάταξης (reranking) της μεθόδου Paragraph Vector είναι μικρότερα συγκριτικά με τα 

περιθώρια βελτίωσης όταν χρησιμοποιείται η CentIDF ή το Lucene.  

 

 

 

Γράφημα 6: Αποτέλεσμα Perfect Reranking MIP καλύτερου Συστήματος Ανάκτησης με Paragraph Vector 

συγκριτικά με άλλα συστήματα 

Γράφημα 7:Αποτέλεσμα Perfect Reranking MAIP καλύτερου Συστήματος 

Ανάκτησης με Paragraph Vector συγκριτικά με άλλα συστήματα. 

Καλύτερο σύστημα με PV 



 

 

35 

 

Στο Γράφημα 8 που ακολουθεί παρουσιάζεται το Mean Interpolated Precision των 

σημαντικότερων εκ των πειραμάτων που πραγματοποιήθηκαν στην εργασία. Ακόμη, 

αναφέρονται τα βασικά συμπεράσματα από τα πειράματα με τη μέθοδο Paragraph Vector.  

 

Όλα τα πειράματα στα οποία θα αναφερθούμε στη συνέχεια έχουν μέγεθος παραθύρου 8 και 10 

εποχές (με εξαίρεση το Πείραμα 12 που έχει 20 εποχές). 

Το σύστημα του Πειράματος 2 βρίσκεται κοντά σε αυτά που περιγράφονται στην εργασία [2]. 

Συγκεκριμένα, χρησιμοποιούνται τυχαία αρχικοποιημένα διανύσματα, τα οποία δεν 

ενημερώνονται κατά τη διάρκεια εκπαίδευσης των διανυσμάτων παραγράφων. Επίσης, 

εφαρμόζεται Negative Sampling στο εσωτερικό του Doc2Vec και πραγματοποιείται εκπαίδευση 

στο μεγάλο σώμα κειμένων με συμπερασματική εξαγωγή μόνο των διανυσμάτων των 

ερωτήσεων.  

Ωστόσο, όπως βλέπουμε στο Γράφημα 8, οι επιδόσεις του συστήματος είναι εξαιρετικά χαμηλές. 

Για το λόγο αυτό, στο Πείραμα 4 αλλάξαμε τον τρόπο ορισμού πολλών υπέρ-παραμέτρων του 

συστήματος. Ειδικότερα, επιλέξαμε να εφαρμόσουμε Hierarchical Softmax στο εσωτερικό του 

Doc2Vec, χρησιμοποιήσαμε προ-εκπαιδευμένα διανύσματα λέξεων και ξεκινήσαμε την 

εκπαίδευση του μοντέλου με ένα μικρό σώμα κειμένων. Στο Γράφημα 8, φαίνεται η σημαντική 

βελτίωση στις επιδόσεις του συστήματος. 

Γράφημα 8: Αποτελέσματα MIP των σημαντικότερων πειραμάτων στο Σύστημα Ανάκτησης με Paragraph Vector 
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Στη συνέχεια, στο Πείραμα 5 μελετήσαμε κατά πόσο η αύξηση των βημάτων για τη 

συμπερασματική εξαγωγή των διανυσμάτων παραγράφων (inference steps) μπορεί να βελτιώσει 

την απόδοση του συστήματος. Στο γράφημα βλέπουμε ότι η αύξηση από 20 (Πείραμα 4) σε 50 

βήματα (Πείραμα 5) οδήγησε το σύστημα σε μια σχετική βελτίωση. Ωστόσο, η βελτίωση αυτή δε 

διατηρήθηκε όταν μελετήσαμε την αύξηση βημάτων από 50 (Πείραμα 9) σε 100 βήματα 

(Πείραμα 10, δεν απεικονίζεται στο Γράφημα 8) σε επόμενο στάδιο.  

Τα αποτελέσματα αυτά δεν επιτρέπουν ένα ασφαλές συμπέρασμα σχετικά με την επίδραση των 

βημάτων συμπερασματικής εξαγωγής στην απόδοση του συστήματος καθώς η βελτίωση που 

παρατηρήθηκε στο Πείραμα 5 συγκριτικά με το Πείραμα 4 μπορεί να οφείλεται (α) στη χρήση 

μικρού σώματος κειμένων για την εκπαίδευση του μοντέλου (ενώ, στα Πειράματα 9, 10 

χρησιμοποιείται μεγάλο σώμα κειμένων), (β) στη δοκιμή έως 50 βημάτων για τη συμπερασματική 

εξαγωγή στα Πειράματα 4,5 (ενώ, στα Πειράματα 9,10 δοκιμάστηκαν 50-100 βήματα). 

Λαμβάνοντας υπόψη τα καλά αποτελέσματα του Πειράματος 5, στο Πείραμα 6 δοκιμάσαμε τη 

μείωση, από 5 σε 1, της ελάχιστης συχνότητας εμφάνισης μιας λέξης στο σώμα προκειμένου να 

εισαχθεί στο λεξιλόγιο. Η δοκιμή αυτή πραγματοποιήθηκε μόνο στην περίπτωση εκπαίδευσης με 

μικρό σώμα κειμένων και όπως βλέπουμε στο γράφημα, οδήγησε σε αύξηση του MIP του 

συστήματος. 

Στα Πειράματα 6, 7 και 8 (δεν απεικονίζεται στο Γράφημα) μελετήσαμε την επίδραση της χρήσης 

προ-εκπαιδευμένων διανυσμάτων λέξεων στην απόδοση του συστήματος. Παρακάτω 

αναφέρονται τα βασικά συμπεράσματα.  

Γενικά η χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων συμβάλλει τα μέγιστα στις επιδόσεις 

του συστήματος και υπερτερεί ως τεχνική τόσο της τυχαίας αρχικοποίησης διανυσμάτων λέξεων, 

χωρίς εκπαίδευση (Πείραμα 7) όσο και της εκπαίδευσης τους κατά τη διάρκεια της εκπαίδευσης 

των διανυσμάτων παραγράφων (Πείραμα 8).  Αυτό μπορεί εύκολα να διαπιστωθεί αν εξετάσει 

κάποιος τα αποτελέσματα MIP των Πειραμάτων 6 και 7. Η διαφορά ανάμεσα στις επιδόσεις του 

συστήματος είναι σημαντική και οφείλεται μόνο στη χρήση προ-εκπαιδευμένων διανυσμάτων 

(Πείραμα 6), καθώς οι υπόλοιπες υπερ-παράμετροι ήταν ίδιες και στα δύο πειράματα. 

Επιπρόσθετα, από τα Πειράματα 2 και 7, όπου το σύστημα παρουσιάζει τις χαμηλότερες 

επιδόσεις ανάμεσα σε όλα τα πειράματα, συμπεραίνουμε ότι η τυχαία αρχικοποίηση διανυσμάτων 

λέξεων οδηγεί σε πολύ χαμηλότερα αποτελέσματα συγκριτικά με τις δυνατότητες του μοντέλου. 

Η διαπίστωση αυτή ισχύει άσχετα με το αν χρησιμοποιείται Negative Sampling ή Hierarchical 

Softmax (στο Πείραμα 2 χρησιμοποιήσαμε Negative Sampling και στο Πείραμα 7, Hierarchical 

Softmax), με το αν εκπαιδεύουμε σε μικρό ή μεγάλο σώμα κειμένων (στο Πείραμα 2 
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εκπαιδεύσαμε το μοντέλο στο μεγάλο σώμα κειμένων, ενώ στο Πείραμα 7, σε μικρό) και αν 

προχωράμε σε συμπερασματική εξαγωγή μόνο των ερωτήσεων (Πείραμα 2) ή όλων των 

διανυσμάτων εξαρχής (Πείραμα 7). 

Στο Πείραμα 9 μελετήσαμε την επίδραση που έχει στο σύστημα η εκπαίδευση σε μεγαλύτερο 

σώμα κειμένων. Αυτή είναι η μοναδική διαφορά ανάμεσα στο Πείραμα 6 (καλύτερο σύστημα 

μέχρι εκείνη τη στιγμή) και το Πείραμα 9. Οι υπόλοιπες υπέρ-παράμετροι παρέμειναν σταθερές. 

Τα αποτελέσματα των πειραμάτων έδειξαν ότι η εκπαίδευση σε μεγαλύτερο σώμα κειμένων 

υπερτερεί συγκριτικά με την εκπαίδευση σε μικρότερο. Ωστόσο, αυτό ισχύει μόνο στην 

περίπτωση συμπερασματικής εξαγωγής όλων των διανυσμάτων παραγράφων εξαρχής (ερωτήσεις 

και αποσπάσματα άρθρων). Αντίθετα, το Πείραμα 11 έδειξε ότι η εκπαίδευση σε μεγάλο σώμα 

κειμένων και η συμπερασματική εξαγωγή μόνο των ερωτήσεων οδηγεί σε ένα σύστημα 

χαμηλότερων επιδόσεων συγκριτικά με το σύστημα του Πειράματος 6 (και φυσικά του 

Πειράματος 9). 

Τέλος, η αύξηση εποχών κατά τη διάρκεια της εκπαίδευσης οδηγεί σε καλύτερα αποτελέσματα. 

Ωστόσο, αφενός υπάρχει ένα όριο βελτίωσης που μπορεί να επιτευχθεί, καθώς η εκπαίδευση του 

συστήματος για 20 εποχές οδήγησε σε πολύ χαμηλές επιδόσεις (βλέπε Γράφημα 8, Πείραμα 12) 

και αφετέρου τα πειράματα έδειξαν ότι η εκπαίδευση των μοντέλων είναι μια πολύ χρονοβόρα 

διαδικασία (βλέπε Γράφημα 9). 

Στο Γράφημα 9 παρουσιάζονται οι ώρες εκπαίδευσης των μοντέλων στο Σύστημα Ανάκτησης με 

Paragraph Vector29. 

                                                 
29 Χαρακτηριστικά εξυπηρετητή στον οποίο πραγματοποιήθηκαν τα πειράματα: Linux Debian 7, 2 x Intel Xeon Ε5-

2430 Processor (2.20GHz, 6C, 15M Cache, 7.2 GT/s QPI, 95W, Turbo), 64GB RAM (8 * 8Gb RDIMM, 1600MHz). 

Ο εξυπηρετητής είναι κοινός και ενδεχομένως να υπήρχαν και άλλα πειράματα παράλληλα. 
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Αρχικά, μια βασική παρατήρηση είναι ότι η χρήση ολόκληρου του σώματος κειμένων αυξάνει 

σημαντικά τον χρόνο εκπαίδευσης. Ακόμη, άλλοι παράγοντες που φαίνεται να αυξάνουν το χρόνο 

εκπαίδευσης είναι: Αύξηση μεγέθους παραθύρου λέξεων, Αύξηση εποχών εκπαίδευσης και η Χρήση 

προ-εκπαιδευμένων διανυσμάτων λέξεων (σύγκριση χρόνου εκτέλεσης Πειράματος 6, όπου 

γίνεται χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων με Πείραμα 7, χρήση τυχαία 

αρχικοποιημένων διανυσμάτων λέξεων και με Πείραμα 8, τυχαία αρχικοποίηση και ταυτόχρονη 

εκπαίδευση διανυσμάτων παραγράφων και λέξεων) . 

Για να ολοκληρωθεί η εικόνα αξιολόγησης του Συστήματος Ανάκτησης με Paragraph Vectors, 

παρατίθενται τα αποτελέσματα των σημαντικότερων πειραμάτων και άλλων συστημάτων στις 

υπόλοιπες μετρικές. 

Όπως βλέπουμε σε όλα τα γραφήματα, το Πείραμα 9 παρουσιάζει τα καλύτερα αποτελέσματα 

συγκριτικά με τα υπόλοιπα συστήματα με τη μέθοδο Paragraph Vector.   

 

 

 

 

 

 

Γράφημα 9: Ώρες εκπαίδευσης μοντέλων Συστήματος Ανάκτησης με Paragraph Vector 
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Στο Γράφημα 10 βλέπουμε ότι το καλύτερο Macro Precision και Micro Precision είχε το PubMed. 

Η σημαντική διαφορά ανάμεσα σε Micro precision και Macro precision οφείλεται στο γεγονός 

ότι σε κάποιες ερωτήσεις η PubMed δεν επιστρέφει καθόλου αποτελέσματα επηρεάζοντας τη 

μετρική Micro precision.  

Γράφημα 10: Αποτελέσματα Macro & Micro Precision πειραμάτων στο Σύστημα Ανάκτησης 

με Paragraph Vector και άλλων συστημάτων 

Καλύτερο σύστημα με P.V. 

Γράφημα 11: Αποτελέσματα Macro & Micro Recall πειραμάτων στο Σύστημα Ανάκτησης με 

Paragraph Vector και άλλων συστημάτων 

Καλύτερο σύστημα με P.V. 
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Στο Γράφημα 11 βλέπουμε ότι το καλύτερο σύστημα με Paragraph Vector (Πείραμα 9) έχει 

καλύτερο Macro και Micro Recall από το PubMed. Αυτό επιβεβαιώνει τα αποτελέσματα του 

Perfect Reraking MIP που είδαμε πιο πάνω και οδηγεί στην υπόθεση ότι η χειρότερη επίδοση του 

συστήματος Paragraph Vector συγκριτικά με τη βάση PubMed οφείλεται στην ταξινόμηση των 

αποτελεσμάτων από τον αλγόριθμο ANN. 

Στα υπόλοιπα γραφήματα, το καλύτερο σύστημα με Paragraph Vector έχει χαμηλότερες επιδόσεις 

από τα αλλά συστήματα που χρησιμοποιούνται ως σημείο σύγκρισης. Αυτό οφείλεται αφενός στη 

χειρότερη δυνατότητα ανάκτησης πληροφοριών που φαίνεται να έχει η μέθοδος και αφετέρου 

στην ταξινόμηση των αποτελεσμάτων, καθώς οι μετρικές MAP, MAIP και nDCG λαμβάνουν 

υπόψη τη θέση που βρίσκεται κάθε σχετικό αρχείο στη λίστα.  

 

 

 

 

 

 

 

 

Γράφημα 12: Αποτελέσματα MAP πειραμάτων στο Σύστημα Ανάκτησης με Paragraph 

Vector και άλλων συστημάτων 

Καλύτερο σύστημα με P.V. 
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Γράφημα 13: Αποτελέσματα MAΙP πειραμάτων στο Σύστημα Ανάκτησης με Paragraph Vector 

και άλλων συστημάτων 

Καλύτερο σύστημα με P.V. 

Γράφημα 14: Αποτελέσματα Mean nDCG πειραμάτων στο Σύστημα Ανάκτησης με Paragraph Vector και άλλων 

συστημάτων 

Καλύτερο σύστημα με P.V. 
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4.3. Σύστημα Ανακατάταξης με Νευρωνικά Δίκτυα και χρήση Binary Cross Entropy 

(Σύστημα CE) 

4.3.1. Δημιουργία συνόλου δεδομένων εκπαίδευσης και ανάπτυξης 

Για την εκπαίδευση του νευρωνικού δικτύου επιλέξαμε την τεχνική της διασταυρωμένης 

επικύρωσης (cross validation). Χωρίσαμε τις 1303 ερωτήσεις των τεσσάρων πρώτων 

διαγωνισμών του BioASQ (έστω σύνολο Ε) σε 10 υποσύνολα ανάπτυξης (𝑒𝑖 ⊆ 𝐸, 𝑖 ∈ {1, … ,10}) 

και επαναλαμβάνουμε κάθε πείραμα 10 φορές (𝑖 ∈ {1, … ,10}), έτσι ώστε κάθε φορά ~130 

ερωτήσεις να βρίσκονται για πρώτη και μοναδική φορά στο υποσύνολο ανάπτυξης (𝑒𝑖) και οι 

υπόλοιπες (~1173) να χρησιμοποιούνται στην εκπαίδευση του νευρωνικού. Υπολογίζουμε 

κατόπιν τους μέσους όρους των επιδόσεων του νευρωνικού δικτύου στις 10 επαναλήψεις κάθε 

πειράματος.  Με αυτόν τον τρόπο πέτυχαμε όλες οι ερωτήσεις να έχουν βρεθεί στο υπο-σύνολο 

ανάπτυξης ακριβώς μια φορά. Έτσι αξιολογούμε τις δυνατότητες του συστήματος σε όλες τις 

ερωτήσεις χωρίς να τις έχουμε χρησιμοποιήσει στην εκπαίδευση του δικτύου. 

Συγκεκριμένα, για τη δημιουργία παραδειγμάτων εκπαίδευσης για το νευρωνικό δίκτυο 

ακολουθήσαμε την εξής διαδικασία:  

Α. Για κάθε μια από τις ~1173 ερωτήσεις εκπαίδευσης σε κάθε υπο-σύνολο, δημιουργήσαμε 

ίσο αριθμό θετικών και αρνητικών παραδειγμάτων εκπαίδευσης (ζευγών ερώτησης-

αποσπάσματος). Θετικά θεωρούνται τα παραδείγματα που αποτελούνται από μια 

ερώτηση και ένα σχετικό με αυτήν απόσπασμα, ενώ τα αρνητικά παραδείγματα 

αποτελούνται μια ερώτηση κι ένα άσχετο με αυτήν απόσπασμα. Για κάθε ερώτηση 

κρατήσαμε όλα τα θετικά παραδείγματα εκπαίδευσης και ίσο αριθμό αρνητικών 

παραδειγμάτων εκπαίδευσης. Αντίθετα κατά την αξιολόγηση, κρατάμε όλα τα ζεύγη 

ερωτήσεων-αποσπασμάτων, θετικών και αρνητικών, με όποια αναλογία έχουν. Σε αυτό 

το σημείο θα πρέπει να υπενθυμίσουμε ότι τα μη σχετικά άρθρα επιλέχθηκαν από τα 

αποτελέσματα της μεθόδου ανάκτησης (δηλαδή, από τα 1000 πιο σχετικά άρθρα για την 

ερώτηση με βάση τον Approximate Nearest Neighbors) και όχι από το σύνολο των ~15 

εκατ. άρθρων στη βάση δεδομένων. Τα δέκα υπο-σύνολα είχαν μέσο αριθμό 

παραδειγμάτων 30.106,8. 

Μέσος αριθμός παραδειγμάτων 30.106,8 

Ελάχιστος αριθμός παραδειγμάτων 29.622 

Μέγιστος αριθμός παραδειγμάτων 30.658 

Πίνακας 9: Στατιστικά στοιχεία παραδειγμάτων εκπαίδευσης στα 10 υπό-σύνολα, Σύστημα CE 

Β. Τα παραδείγματα εκπαίδευσης κάθε υπο-συνόλου ανακατεύτηκαν (shuffling).   
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4.3.2. Ρύθμιση Υπερ-Παραμέτρων 

Αρχικά, τα διανύσματα εισόδου του νευρωνικού δικτύου κυμαίνονταν από τις 200 ως τις 400 

διαστάσεις ανάλογα με το πείραμα. Ειδικότερα, στην περίπτωση της χρήσης συνενωμένων 

διανυσμάτων ερώτησης-αποσπάσματος, τα διανύσματα εισόδου ήταν 400 διαστάσεων (200-d και 

200-d ερώτηση-απόσπασμα, αντίστοιχα).  Ενώ, στην περίπτωση πολλαπλασιασμού/αφαίρεσης 

στοιχείου προς στοιχείο (element-wise) των διανυσμάτων ερώτησης και αποσπάσματος, το 

διάνυσμα εισόδου παρέμενε στις 200 διαστάσεις.  

Ακόμη, μια υπέρ-παράμετρος που θεωρήθηκε σταθερή κατά τη διάρκεια των πειραμάτων ήταν η 

χρήση του ο αλγορίθμου βελτιστοποίησης Adaptive Moment Estimation (Adam) [10], που 

αποτελεί βελτίωση της απλής στοχαστικής κατάβασης κλίσης  (Stochastic Gradient Descent). 

Όσον αφορά στις τεχνικές ομαλοποίησης (normalization) των διανυσμάτων εισόδου και Early 

Stopping, θα πρέπει να σημειώσουμε τα εξής:  

Α. Η oμαλοποίηση με L2-norm υλοποιήθηκε στα επιμέρους διανύσματα ερώτησης-

αποσπάσματος ή/και στο νέο διάνυσμα (μετά τη συνένωση ή αφαίρεση/πολλαπλασιασμό 

των δύο διανυσμάτων),  

Β. Για την τεχνική Early Stopping χρησιμοποιήσαμε ένα μικρότερο σύνολο δεδομένων που 

διαχωρίστηκε από τα παραδείγματα εκπαίδευσης σε κάθε επανάληψη της 

διασταυρωμένης επικύρωσης. Ο διαχωρισμός του συνόλου Early Stopping έγινε μετά το 

διαχωρισμό των υπο-συνόλων εκπαίδευσης/ανάπτυξης κάθε επανάληψης της 

διασταυρωμένης επικύρωσης. Το μέγεθος του υποσυνόλου Early Stopping αντιστοιχεί 

στο 10% των δεδομένων εκπαίδευσης κάθε επανάληψης. Ακόμη, το σύνολο 

χρησιμοποιήθηκε μόνο για τον έλεγχο του κόστους στο πλαίσιο της εφαρμογής Early 

Stopping και όχι για εκπαίδευση. Τέλος, η υπομονή (patience) για τη διακοπή εκπαίδευσης 

ορίστηκε στις 10 εποχές.  

Επίσης, το μέγεθος της παρτίδας (batch) που χρησιμοποιήθηκε για τον υπολογισμό του κόστους 

είναι 32 παραδείγματα εκπαίδευσης30 και διατηρήθηκε σταθερό σε όλα τα πειράματα. Τέλος, όλα 

τα βάρη του νευρωνικού δικτύου αρχικοποιήθηκαν τυχαία από κανονική κατανομή με μέσο 0.0 

και τυπική απόκλιση 0,0531. 

                                                 
30 Προ-επιλεγμένη τιμή Keras 
31 Προ-επιλεγμένες τιμές Keras 
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Υπέρ-παράμετροι που δεν αναφέρονται ως σταθερές αποτέλεσαν αντικείμενο πειραματισμού στο 

πλαίσιο της διπλωματικής. Στον παρακάτω πίνακα αναφέρονται όλα τα πειράματα που έγιναν με 

το Σύστημα CE και οι τιμές των υπέρ-παραμέτρων που δοκιμάστηκαν.  

Όπως και στο Σύστημα Ανάκτησης, η σειρά πραγματοποίησης των πειραμάτων υποδεικνύει την 

προσπάθεια να μελετηθεί η επιρροή στις επιδόσεις του συστήματος από την αλλαγή μιας υπέρ-

παραμέτρου τη φορά.  

 

Πείραμα 

Διαστάσεις 

διανύσματο

ς εισόδου 

Αριθμός 

Κρυμμένων 

Επιπέδων 

Κόμβοι σε 

Κρυμμένα 

Επίπεδα 

Συνάρτηση 

Ενεργοποίησης 
Εποχές 

Ομαλοποίη

ση 

Early 

Stopping 
Σχόλιο 

1 400 2 50 Tanh 50 Όχι Όχι 

Συνένωση 

ερώτησης-

αποσπάσματος 

2 400 2 50 Tanh 50 Όχι Ναι » 

3 400 2 100 Tanh 50 Όχι Όχι » 

4 400 2 100 Tanh 50 Όχι Ναι » 

5 400 2 200 Tanh 50 Όχι Όχι » 

6 400 2 200 Tanh 50 Όχι Ναι » 

7 400 2 300 Tanh 50 Όχι Όχι » 

8 400 2 50 Relu 50 Όχι Όχι » 

9 400 2 100 Relu 50 Όχι Όχι » 

10 400 2 200 Relu 50 Όχι Όχι » 

11 400 2 300 Relu 50 Όχι Όχι » 

12 400 3 50 Relu 50 Όχι Όχι » 

13 400 2 50 Relu 100 Όχι Όχι » 

14 400 2 50 Relu 50 Όχι Όχι 

Συνένωση 

διανυσμάτων, 

Χρήση +10% μη 

σχετικών άρθρων 

σαν παραδείγματα 

εκπαίδευσης 

15 400 2 50 Relu 50 

Ναι 

(στο 

συνενωμένο 

διάνυσμα) 

Όχι 
Συνένωση 

διανυσμάτων 

16 400 1 50 Relu 50 Όχι Όχι » 

17 400 1 100 Relu 50 Όχι Όχι » 

18 400 1 200 Relu 50 Όχι Όχι » 

19 400 1 300 Relu 50 Όχι Όχι » 

20 400 1 300 Relu 100 Όχι Όχι » 

21 400 1 300 Relu 50 

Ναι 

(στο 

συνενωμένο 

διάνυσμα) 

Όχι 
Συνένωση 

διανυσμάτων 
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22 200 1 300 Relu 50 

Ναι 

(στο νέο 

διάνυσμα) 

Όχι 
Αφαίρεση στοιχείο 

προς στοιχείο 

23 200 1 300 Relu 50 

Ναι 

(στο νέο 

διάνυσμα) 

Όχι 
Πολ/σμός στοιχείο 

προς στοιχείο 

24 200 1 300 Relu 50 

Ναι  

(στα 

διανύσματα 

ερώτησης-

άρθρου) 

Όχι 
Αφαίρεση στοιχείο 

προς στοιχείο 

25 200 1 300 Relu 50 

Ναι 

(πριν την 

αφαίρεση 

στα 

επιμέρους 

διανύσματα 

και μετά 

στο νέο 

διάνυσμα) 

Όχι 
Αφαίρεση στοιχείο 

προς στοιχείο 

26 200 1 300 Relu 50 

Ναι 

(πριν την 

αφαίρεση 

στα 

επιμέρους 

διανύσματα 

και μετά 

στο νέο 

διάνυσμα) 

Ναι 
Αφαίρεση στοιχείο 

προς στοιχείο 

Πίνακας 10: Πειράματα με το Σύστημα CE και Τιμές Υπερ-Παραμέτρων 

Όπως βλέπουμε από τον Πίνακα 10, αρχικά έγιναν πειράματα με 2-3 κρυμμένα επίπεδα. Ωστόσο, 

λόγω χαμηλών επιδόσεων του συστήματος ανακατάταξης στραφήκαμε σε μια πιο ρηχή τοπολογία 

με μόνο ένα κρυφό επίπεδο.  

4.3.3. Αποτελέσματα συστήματος στα δεδομένα ανάπτυξης 

Το καλύτερο σύστημα ανακατάταξης που προέκυψε από τα πειράματα αποτελείται από ένα 

κρυμμένο επίπεδο με 300 κόμβους, Relu ως συνάρτηση ενεργοποίησης, αφαίρεση στοιχείο προς 

στοιχείο των διανυσμάτων ερώτησης-άρθρου σαν είσοδο στο δίκτυο, χρήση Early Stopping και 

oμαλοποίησης πριν και μετά την αφαίρεση (Πείραμα 26). 

Στο παρακάτω γράφημα συγκρίνουμε το αποτέλεσμα του Συστήματος CE με το Σύστημα 

Ανάκτησης CentIDF, το Σύστημα Ανακατάταξης RWMD και τις μηχανές αναζήτησης Lucene 

και PubMed. Τα αποτελέσματα των συστημάτων ανάκτησης αναπαρίστανται με ενιαία γραμμή, 

ενώ των συστημάτων ανακατάταξης με διακεκομμένη.  
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Όπως βλέπουμε από το Γράφημα 15, το σύστημα μας έχει το χαμηλότερο MIP συγκριτικά με τα 

υπόλοιπα συστήματα ανάκτησης και ανακατάταξης που παρατίθενται. Ενώ, το σύστημα με το 

καλύτερο MIP εξακολουθεί να παραμένει το Apache Lucene.  

Στο Γράφημα 16 αντιπαρατίθενται τα αποτελέσματα του Συστήματος CE, της μεθόδου RWMD 

με τη βέλτιστη ανακατάταξη αποτελεσμάτων που είναι εφικτή με βάση τη μέθοδο CentIDF (200-

d centroids, ANN) σύμφωνα με την μετρική Perfect Reranking MIP.  

  

Γράφημα 15:Αποτελέσματα καλύτερου Συστήματος CE συγκριτικά με άλλες μεθόδους 
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Όπως βλέπουμε από το Γράφημα 16, τόσο η μέθοδος ανακατάταξης RWMD όσο και τα 

νευρωνικά δίκτυα απέχουν σημαντικά από τη βέλτιστη ταξινόμηση των αποτελεσμάτων της 

μεθόδου ανάκτησης CentIDF, 200-d centroids, ANN.  

Στη συνέχεια, στα Γραφήματα 17-21 παρουσιάζεται το MIP κάποιων εκ των πειραμάτων που 

έγιναν στο σύστημα. Τα πειράματα που επιλέχθηκαν να παρουσιαστούν συνδέονται με κάποια 

βασικά ευρήματα της έρευνας.  

Γράφημα 16: Σύγκριση αποτελεσμάτων MIP σύμφωνα με τη μετρική Perfect Reranking για τη μέθοδο 

CentIDF, 200-d centroids, ANN με το Σύστημα CE και με τη μέθοδο RWMD 

Γράφημα 17: Συγκριτικά αποτελέσματα MIP για χρήση Relu, Tanh ως συναρτήσεις ενεργοποίησης 

στο κρυμμένο επίπεδο, Σύστημα CE 
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Στο Γράφημα 17 συγκρίνουμε τα Πειράματα 1 και 8 (Πίνακας 10) και βλέπουμε ότι η χρήση της 

συνάρτησης ενεργοποίησης Relu στο κρυμμένο επίπεδο βελτιώνει τις επιδόσεις του συστήματος, 

συγκριτικά με τη συνάρτηση Tanh.  

Ακόμη, τα συγκριτικά αποτελέσματα των Πειραμάτων 21 (συνενωμένο διάνυσμα ερώτησης-

αποσπάσματος άρθρου) και 22 (αφαίρεση στοιχείο-προς-στοιχείο διανυσμάτων ερώτησης- 

αποσπάσματος άρθρου) στο Γράφημα 18 δείχνουν ότι ένα διάνυσμα εισόδου που προκύπτει από 

την αφαίρεση στοιχείο-προς-στοιχείο των διανυσμάτων ερώτησης και αποσπάσματος άρθρου 

οδηγεί το σύστημα σε καλύτερα αποτελέσματα από τα συνενωμένα διανύσματα.  

Γράφημα 18: Συγκριτικά αποτελέσματα MIP για χρήση Συνενωμένων Διανυσμάτων, Αφαίρεσης 

στοιχείο-προς-στοιχείο διανυσμάτων ερώτησης-άρθρου ως διανύσματα εισόδου, Σύστημα CE 

Γράφημα 19: Συγκριτικά αποτελέσματα MIP για χρήση Early Stopping, Σύστημα CE 
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Η τεχνική Early Stopping εφαρμόστηκε σε διάφορα στάδια των πειραμάτων. Στα αρχικά 

πειράματα, όπου δοκιμάστηκε η χρήση Tanh συνάρτησης ενεργοποίησης και ενός μη 

Ομαλοποιημένου, συνενωμένου διανύσματος εισόδου (Γράφημα 19, Πείραμα 1), η εφαρμογή 

Early Stopping οδήγησε το σύστημα σε πιο χαμηλές επιδόσεις (Γράφημα 19, Πείραμα 2). Το ίδιο 

συνέβη και με τα Πειράματα 3-4 και 5-6 (βλέπε Πίνακα 10) όπου δοκιμάστηκε η αύξηση κόμβων 

στα κρυμμένα επίπεδα. 

Ωστόσο, η τεχνική οδήγησε σε καλύτερα αποτελέσματα όταν εφαρμόστηκε στο σύστημα του 

Πειράματος 25 (Γράφημα 19). Δηλαδή, στην περίπτωση ενός Νευρωνικού Δικτύου με διάνυσμα 

εισόδου την αφαίρεση στοιχείο-προς-στοιχείο των διανυσμάτων ερώτησης- αποσπάσματος 

άρθρου, ομαλοποίηση στα επιμέρους διανύσματα (ερώτησης, αποσπάσματος άρθρου) και στο 

νέο διάνυσμα, χρήση ενός κρυμμένο επιπέδου με 300 κόμβους και Relu ως συνάρτηση 

ενεργοποίησης.  

Η ομαλοποίηση του διανύσματος εισόδου (μετά τη συνένωση των διανυσμάτων ερώτησης- 

αποσπάσματος άρθρου) είχε θετικό αποτέλεσμα στις επιδόσεις του συστήματος όταν το δίκτυο 

αποτελείτο από ένα κρυμμένο επίπεδο [βλέπε Γράφημα 20, Πείραμα 19 (ένα κρυμμένο επίπεδο, 

χωρίς ομαλοποίηση) και Πείραμα 21 (ένα κρυμμένο επίπεδο, με ομαλοποίηση)]. Αντίθετα, 

οδήγησε σε μείωση του MIP του συστήματος όταν εφαρμόστηκε σε νευρωνικό δίκτυο δύο 

κρυμμένων επιπέδων (με ίδια συνάρτηση ενεργοποίησης) [βλέπε Γράφημα 20, Πείραμα 8 (δύο 

κρυμμένα επίπεδα, χωρίς ομαλοποίηση) και Πείραμα 15 (δύο κρυμμένα επίπεδα, με 

ομαλοποίηση)].  

Γράφημα 20: Συγκριτικά αποτελέσματα MIP για χρήση Ομαλοποίησης με Συνένωση διανύσματος 

ερώτησης-άρθρου και Αφαίρεση στοιχείο-προς-στοιχείο, Σύστημα CE 
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Η ομαλοποίηση σε διάφορα στάδια (π.χ. στα επιμέρους διανύσματα, στο νέο διάνυσμα, κ.λπ.) 

είχε διαφορετικού βαθμού επίδραση στις επιδόσεις του συστήματος. Συγκεκριμένα, η 

ομαλοποίηση μόνΘιο των επιμέρους διανυσμάτων ερώτησης- αποσπάσματος άρθρου (Πείραμα 

24) έχει λίγο καλύτερα αποτελέσματα από την ομαλοποίηση μόνο του νέου διανύσματος (δηλαδή, 

μετά την αφαίρεση στοιχείο-προς-στοιχείο των επιμέρους διανυσμάτων) (Πείραμα 22). Ωστόσο, 

τα καλύτερα αποτελέσματα  παρουσιάστηκαν κατά την εφαρμογή της ομαλοποίησης και στα δύο 

στάδια (Πείραμα 25).   

Ακόμη, δύο από τα ευρήματα της έρευνας που θα πρέπει να αναφερθούν είναι ότι (α) η αφαίρεση 

στοιχείο-προς-στοιχείο των διανυσμάτων ερώτησης, αποσπάσματος άρθρου είχε καλύτερα 

αποτελέσματα στις μετρικές αξιολόγησης από τον πολλαπλασιασμό, (β) η αύξηση κόμβων στο 

κρυμμένο επίπεδο όταν χρησιμοποιούνται άνω του ενός επιπέδων οδηγεί το σύστημα σε 

χαμηλότερες επιδόσεις. Αντίθετα, η αύξηση των κόμβων όταν χρησιμοποιείται ένα επίπεδο 

βελτιώνει την απόδοση του συστήματος μέχρι το επίπεδο των 300 κόμβων που δοκιμάστηκε στο 

πλαίσιο της διπλωματικής.  

Τέλος, για να ολοκληρωθεί η εικόνα αξιολόγησης του Συστήματος CE, παρατίθενται τα 

αποτελέσματα των σημαντικότερων πειραμάτων και άλλων συστημάτων στις μετρικές MAP, 

MAIP και Mean nDCG. Θα πρέπει να σημειωθεί ότι οι μετρικές Macro & Micro Precision/Recall 

δεν παρουσιάζονται ξανά, καθώς εξαρτώνται από το σύστημα ανάκτησης CentIDF, 200-d 

centroids, ANN (βλέπε Γραφήματα 10,11).   

Γράφημα 21: Συγκριτικά αποτελέσματα MIP για χρήση Ομαλοποίησης σε διάφορα στάδια, Σύστημα 

CE 
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Γράφημα 22: Αποτελέσματα MAP πειραμάτων σε Σύστημα CE και σε άλλα συστήματα 

Καλύτερο Σύστημα CE 

Γράφημα 23: Αποτελέσματα MAIP πειραμάτων σε Σύστημα CE και σε άλλα συστήματα 

Καλύτερο Σύστημα CE 
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Από τα γραφήματα 22-24 βλέπουμε τη σημαντική διαφορά που έχει το Apache Lucene 

συγκριτικά με τα άλλα συστήματα. Επίσης, θα πρέπει να σημειωθεί ότι το Mean nDCG@1000 

της PubMed είναι χαμηλότερο συγκριτικά με άλλα συστήματα (ανάμεσα τους και το καλύτερο 

σύστημα CE) γιατί η μηχανή δεν επιστρέφει 1000 αποτελέσματα τις περισσότερες φορές 

(επομένως, κατά τον υπολογισμό του Mean nDCG@1000 υπάρχουν αρκετές τιμές στο 0). 

 

4.4. Σύστημα Ανακατάταξης με Νευρωνικά Δίκτυα και χρήση Ranking Loss 

(Σύστημα RL) 

4.4.1. Δημιουργία συνόλου δεδομένων εκπαίδευσης και ανάπτυξης 

Όπως και στην περίπτωση του Συστήματος CE, για την εκπαίδευση αυτού του νευρωνικού 

δικτύου επιλέξαμε την τεχνική της διασταυρωμένης επικύρωσης (cross validation). Ο τρόπος 

υλοποίησης είναι ο ίδιος όπως αυτός που περιγράφεται στην Ενότητα 4.3.1. 

Γράφημα 24: Αποτελέσματα Mean nDCG πειραμάτων σε Σύστημα CE και σε άλλα συστήματα 

Καλύτερο Σύστημα CE 
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Ειδικότερα, για τη δημιουργία παραδειγμάτων εκπαίδευσης για το Σύστημα RL ακολουθήσαμε 

την εξής διαδικασία:  

Α. Για κάθε μια από τις ~1173 ερωτήσεις εκπαίδευσης σε κάθε επανάληψη της 

διασταυρωμένης επικύρωσης και για κάθε σχετικό άρθρο της ερώτησης, δημιουργήσαμε 

ένα θετικό παράδειγμα εκπαίδευσης αποτελούμενο από την ερώτηση και το σχετικό 

άρθρο (τα διανύσματά τους). Επομένως για κάθε ερώτηση εκπαίδευσης, διαθέτουμε τόσα 

θετικά παραδείγματα όσα και το πλήθος των σχετικών άρθρων της ερώτησης. Επίσης, για 

κάθε ερώτηση εκπαίδευσης πήραμε τα 500 πιο υψηλά ταξινομημένα μη σχετικά άρθρα 

(με βάση τα αποτελέσματα του Approximate Nearest Neighbors). Για κάθε μη σχετικό 

άρθρο, δημιουργήσαμε ένα αρνητικό παράδειγμα εκπαίδευσης αποτελούμενο από την 

ερώτηση και το μη σχετικό άρθρο (τα διανύσματά τους). Κρατήσαμε τελικά για κάθε 

ερώτηση εκπαίδευσης όλα τα θετικά της παραδείγματα και έναν αριθμό αρνητικών 

παραδειγμάτων, μεγαλύτερο από τον αριθμό των θετικών (π.χ. 200 αρνητικά 

παραδείγματα για κάθε θετικό παράδειγμα). Τα αρνητικά παραδείγματα είναι ίδια για όλα 

τα θετικά παραδείγματα της ίδιας ερώτησης.  

Τα δέκα υπο-σύνολα είχαν μέσο αριθμό παραδειγμάτων 7.541.753,4 εκ των οποίων 

15.053,4 θετικά παραδείγματα εκπαίδευσης (19,9% επί του συνόλου).  

Μέσος αριθμός παραδειγμάτων 7.541.753,4 

Ελάχιστος αριθμός παραδειγμάτων 7.420.311 

Μέγιστος αριθμός παραδειγμάτων 7.679.829 

Πίνακας 11: Στατιστικά στοιχεία παραδειγμάτων εκπαίδευσης στα υπό-σύνολα δεδομένων, Σύστημα RL 

Β. Τα παραδείγματα εκπαίδευσης κάθε υπο-συνόλου ανακατεύτηκαν στην αρχή της 

εκπαίδευσης. 

4.4.2. Ρύθμιση Υπερ-Παραμέτρων 

Βασιζόμενοι στα ευρήματα του Συστήματος CE, στο νέο σύστημα (RL) θεωρήσαμε ως σταθερή 

σε όλα τα πειράματα τη χρήση διανυσμάτων εισόδου 200 διαστάσεων, τα οποία προκύπτουν από 

την αφαίρεση στοιχείο-προς-στοιχείο των διανυσμάτων ερώτησης- αποσπάσματος άρθρου. 

Ακόμη, εφαρμόστηκε ομαλοποίηση με L2-norm στα επιμέρους διανύσματα (ερώτησης, 

αποσπάσματος άρθρου) και στο νέο διάνυσμα μετά την αφαίρεση, καθώς και η τεχνική Early 

Stopping με υπομονή 5 εποχές σε όλα τα πειράματα. Ο αριθμός των εποχών υπομονής ρυθμίστηκε 

πειραματικά και τα αποτελέσματα των μετρικών αξιολόγησης έδειξαν ότι η χρήση 5 εποχών 

υπομονής οδηγεί σε υψηλότερες επιδόσεις συγκριτικά με τις 10 εποχές που χρησιμοποιήθηκαν 

στο Σύστημα CE. Όπως και στην περίπτωση του Συστήματος CE, τα παραδείγματα που 
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χρησιμοποιήθηκαν για την εφαρμογή Early Stopping διαχωρίστηκαν από το σύνολο των 

παραδειγμάτων εκπαίδευσης, πριν από τη διαδικασία εκπαίδευσης και αντιστοιχούσαν στο 10% 

των θετικών παραδειγμάτων που περιλάμβανε το εκάστοτε υπο-σύνολο εκπαίδευσης, σε κάθε 

επανάληψη της διασταυρωμένης επικύρωσης.  

Άλλες υπέρ-παράμετροι που διατηρήθηκαν σταθερές κατά τη διάρκεια των πειραμάτων 

αναφέρονται στον παρακάτω πίνακα: 

Υπέρ-Παράμετρος Τιμή 

Συνάρτηση Ενεργοποίησης Relu 

Αλγόριθμος υλοποίησης Gradient Descent Adaptive Moment Estimation (Adam) 

Ρυθμός μάθησης (learning rate) 0,005 

Εποχές εκπαίδευσης 100 

Μέγιστος αριθμός αρνητικών 

παραδειγμάτων ανά ερώτηση 
500 

Μέγεθος παρτίδας (batch) 

Το πολύ 2.505 παραδείγματα: 5 θετικά (5 

διαφορετικές ερωτήσεις, κάθε μία 

συνδυασμένη με ένα σχετικό της άρθρο) και 

το πολύ 2.500 αρνητικά παραδείγματα (οι 

ίδιες 5 ερωτήσεις, κάθε μία συνδυασμένη με 

το πολύ 500 μη σχετικά της άρθρα) 

Περιθώριο ασφαλείας Δ ανάμεσα σε 

θετικά και αρνητικά παραδείγματα 
10 

Βάρη (W) και Biases 

Αρχικοποίηση με τυχαίο τρόπο από κανονική 

κατανομή με: μ=0,0 και 

 𝜎 =
1

√𝛢𝜌𝜄𝜃𝜇ό𝜍 𝜅ό𝜇𝛽𝜔𝜈 𝜀𝜋𝜄𝜋έ𝛿𝜊𝜐+1
 

Πίνακας 12: Υπέρ-Παράμετροι με σταθερές τιμές σε όλα τα πειράματα στο Σύστημα RL 

 

Τέλος, για τον υπολογισμό του κόστους σε κάθε παρτίδα (batch) παραδειγμάτων εκπαίδευσης, τα 

σκορ των αρνητικών παραδειγμάτων ταξινομούνται κατά φθίνουσα σειρά. Ο αριθμός αυτών που 

θα ληφθούν υπόψη στον υπολογισμό του κόστους μπορεί να θεωρηθεί μια υπέρ-παράμετρος του 

μοντέλου (για παράδειγμα, μπορούμε να επιλέξουμε τα 200 αρνητικά παραδείγματα με το 

μεγαλύτερο σκορ). Η υπέρ-παράμετρος αυτή μελετάται στην παρούσα διπλωματική εργασία. 
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Στη συνέχεια παρατίθεται ο πίνακας με όλα τα πειράματα που πραγματοποιήθηκαν στο Σύστημα 

RL και τις τιμές των υπερ-παραμέτρων. 

 

Αριθμός 

κρυμμένων 

επιπέδων 

Κόμβοι 

κρυμμένων 

επιπέδων 

Συνάρτηση 

Ενεργοποίησης 

Εποχές 

εκπαίδευσης 

Εποχές 

υπομονής για 

Early 

Stopping 

Αριθμός 

Αρνητικών 

Παραδειγμάτων 

για υπολογισμό 

κόστους 

Πείραμα 1 3 100 Relu 100 5 200 

Πείραμα 2 3 100 Relu 100 10 200 

Πείραμα 3 2 100 Relu 100 5 200 

Πείραμα 4 2 100 Relu 100 5 300 

Πείραμα 5 2 100 Relu 100 5 400 

Πείραμα 6 2 100 Relu 100 5 500 

Πίνακας 13: Πειράματα με το Σύστημα RL και Τιμές Υπέρ-Παραμέτρων 

 

4.4.3. Αποτελέσματα συστήματος στα δεδομένα ανάπτυξης 

Το καλύτερο σύστημα που προέκυψε από τα πειράματα ήταν το Πείραμα 4 (βλέπε Πίνακα 13). 

Στο παρακάτω γράφημα απεικονίζονται τα αποτελέσματα MIP του συστήματος ανάκτησης 

CentIDF, 200-d centroids, ANN, των μηχανών αναζήτησης Apache Lucene και PubMed, καθώς 

και των συστημάτων ανακατάταξης με RWMD και με νευρωνικά δίκτυα (Σύστημα CE).  

Τα συστήματα ανάκτησης αναπαρίστανται με ενιαία γραμμή και τα ανακατάταξης με τελείες. 

 

Σκορ Θετικών 

παραδειγμάτων 

Σκορ Αρνητικών 

παραδειγμάτων (500) 

-6,96 

-3,59 

0,80 

-3,07 

-2,22 

5 x 1 

-5,99 

-1,67 

-0,39 

-3,85 

-4,12 

-4,20 

-2,84 

-1,59 

-3,99 

-3,72 

… 

5 x 500 

-6,96 

-3,59 

0,80 

-3,07 

-2,22 

Σκορ Θετικών 

παραδειγμάτων 

0.79 

-1.55 

0.03 

-3,85 

0.56 

-2.81 

-2,84 

-1.89 

-6.22 

-1.22 

… 

5 x 200 5 x 1 

Σκορ Αρνητικών 

παραδειγμάτων (200) 

Ταξινόμηση σκορ 

αρνητικών 

παραδειγμάτων 

κατά φθίνουσα 

σειρά και επιλογή 

200 καλύτερων  

Εικόνα 4: Επιλογή αρνητικών παραδειγμάτων με το υψηλότερο σκορ για κάθε θετικό παράδειγμα για τον 

υπολογισμό του κόστους. Σύστημα RL 
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Όπως βλέπουμε, το Σύστημα RL έχει λίγο χαμηλότερες επιδόσεις από το Σύστημα CE και αρκετά 

μικρότερο MIP από τα υπόλοιπα συστήματα ανάκτησης και ανακατάταξης. Ωστόσο, θα πρέπει 

να σημειωθεί ότι στο σύστημα RL δεν πραγματοποιήθηκαν τόσο εκτενή πειράματα συγκριτικά 

με τα υπόλοιπα συστήματα.  

Στη συνέχεια, παρατίθεται το γράφημα με τη μετρική Perfect Reranking MIP της μεθόδου 

CentIDF, 200-d centroids, ANN και των άλλων συστημάτων ανάκτησης ώστε να υπάρξει 

σύγκριση με τα αποτελέσματα του Συστήματος RL. 

 

 

 

 

 

 

 

 

Γράφημα 25: Αποτελέσματα καλύτερου Συστήματος RL συγκριτικά με άλλες μεθόδους 
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Οι δοκιμές οδήγησαν σε μια σειρά από ευρήματα σχετικά με τις υπέρ-παραμέτρους του 

συστήματος.  

Πρώτον, από τα πειράματα βλέπουμε ότι η υπομονή για το Early Stopping οδηγεί σε καλύτερα 

αποτελέσματα όταν τοποθετείται στις 5 εποχές (Πείραμα 1) συγκριτικά με τις 10 (Πείραμα 2), 

όπως φαίνεται και από το Γράφημα 27 παρακάτω. 

 

Γράφημα 26: Σύγκριση αποτελεσμάτων MIP σύμφωνα με τη μετρική Perfect Reranking για τη μέθοδο 

CentIDF, 200-d centroids, ANN 

Γράφημα 27: Αποτελέσματα MIP συγκρίνοντας τις διάφορες εποχές υπομονής για την εφαρμογή της 

τεχνικής Early Stopping, Σύστημα RL 



 

 

58 

 

Δεύτερον, η χρήση δύο κρυμμένων επιπέδων (Πείραμα 3, Γράφημα 28) είχε λίγο καλύτερα 

αποτελέσματα MIP από τα τρία επίπεδα (Πείραμα 1, Γράφημα 28), όπως και στην περίπτωση του 

Συστήματος CE.  

 

Τρίτον, η αύξηση των αρνητικών παραδειγμάτων που συνυπολογίζονταν στο κόστος οδήγησε σε 

καλύτερα αποτελέσματα μέχρι το επίπεδο των 300-400 παραδειγμάτων. Περαιτέρω αύξηση είχε 

αρνητικά αποτελέσματα στο MIP. Στο Γράφημα 29 βλέπουμε τη μεταβολή του MIP καθώς 

αυξάνουμε τα αρνητικά παραδείγματα από 200 (Πείραμα 3) σταδιακά έως τα 500 (Πείραμα 6). 

Θα πρέπει να σημειωθεί ότι το Πείραμα 5 (400 αρνητικά παραδείγματα) εμφάνισε λίγο καλύτερη 

επίδοση σε χαμηλότερες τιμές Recall. Ωστόσο, όσο αυξάνονταν οι τιμές Recall το Πείραμα 4 

(300 αρνητικά παραδείγματα) υπερίσχυσε, όπως και στις άλλες μετρικές αξιολόγησης. Για το 

λόγο αυτό επιλέχθηκε ως καλύτερο σύστημα. 

 

 

 

 

 

 

Γράφημα 28: Αποτελέσματα MIP συγκρίνοντας διαφορετικό αριθμό κρυμμένων επιπέδων, Σύστημα RL 
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Τέλος, παραθέτουμε τα αποτελέσματα του Συστήματος RL στις υπόλοιπες μετρικές αξιολόγησης 

περιλαμβάνοντας όλα τα πειράματα που έγιναν, καθώς και τα αποτελέσματα των λοιπών 

συστημάτων ανάκτησης και ανακατάταξης για λόγους σύγκρισης. 

 

 

 

 

 

 

 

 

 

 

 

 

Γράφημα 29: Αποτελέσματα MIP αυξάνοντας σταδιακά τα αρνητικά παραδείγματα που χρησιμοποιούνται στον 

υπολογισμό του κόστους, Σύστημα RL 
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Γράφημα 30: Αποτελέσματα MAP Συστήματος RL (όλα τα πειράματα) και άλλων 

συστημάτων ανάκτησης και ανακατάταξης 

Καλύτερο Σύστημα RL 

Γράφημα 31: Αποτελέσματα MAIP Συστήματος RL (όλα τα πειράματα) και άλλων συστημάτων 

ανάκτησης και ανακατάταξης 

Καλύτερο Σύστημα RL 
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4.5. Αποτελέσματα συστημάτων στα δεδομένα αξιολόγησης 

Σε αυτήν την ενότητα θα παρουσιάσουμε τα αποτελέσματα των συστημάτων στα δεδομένα 

αξιολόγησης (479 ερωτήσεις ειδικών). Τα δεδομένα αυτά δε χρησιμοποιήθηκαν σε καμία φάση 

της εργασίας στην εκπαίδευση των συστημάτων που περιγράψαμε.  

Για την εκπαίδευση των Συστήματος CE και RL χρησιμοποιήθηκαν όλα τα δεδομένα 

εκπαίδευσης (1303 ερωτήσεις). Συγκεκριμένα, για το Σύστημα CE είχαμε 33.452 παραδείγματα 

εκπαίδευσης, εκ των οποίων αφαιρέθηκε το 10% (=3.345 παραδείγματα) (πριν την εκπαίδευση) 

για την εφαρμογή της τεχνικής Early Stopping32. Για το Σύστημα RL είχαμε 7.542.054 

παραδείγματα εκπαίδευσης33 και 837.672 παραδείγματα34 για εφαρμογή της τεχνικής Early 

Stopping. 

                                                 
32 Τελικός αριθμός παραδειγμάτων εκπαίδευσης = 30.107 
33 Από τα 7.542.054 παραδείγματα εκπαίδευσης, 15.054 ήταν θετικά παραδείγματα (σχετικά άρθρα) και τα υπόλοιπα 

αρνητικά. 
34 Από τα 837.672 παραδείγματα, τα 1.672 ήταν θετικά (σχετικά άρθρα) 

Γράφημα 32: Αποτελέσματα Mean nDCG Συστήματος RL (όλα τα πειράματα) και άλλων συστημάτων 

ανάκτησης και ανακατάταξης 

Καλύτερο Σύστημα RL 
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Στο παρακάτω γράφημα παρουσιάζονται τα αποτελέσματα MIP των Συστημάτων CE και RL 

συγκριτικά με άλλα συστήματα: Σύστημα CentIDF, Σύστημα CentIDF, reranked with RWMD 

και τη μηχανή αναζήτησης PubMed. 

Για λόγους πληρότητας προστέθηκαν στο γράφημα και τα αποτελέσματα του Συστήματος 

Ανάκτησης με Paragraph Vector στις νέες ερωτήσεις. Όπως βλέπουμε, το σύστημα ανάκτησης 

με Paragraph Vector έχει καλύτερες επιδόσεις από το σύστημα ανάκτησης CentIDF σε 

υψηλότερες τιμές Recall, κάτι που δεν είχε παρατηρηθεί σε προηγούμενα αποτελέσματα. Αυτό 

μπορεί να οφείλεται σε χαρακτηριστικά των νέων ερωτήσεων και θα άξιζε περαιτέρω διερεύνηση 

σε μελλοντική εργασία.  

Σχετικά με τα Συστήματα CE και RL παρατηρούμε ότι η επίδοση στις ερωτήσεις αξιολόγησης 

εξακολουθεί να είναι χαμηλότερη από όλα τα υπόλοιπα συστήματα, όπως ακριβώς και με τα 

δεδομένα ανάπτυξης. Το Σύστημα RL εμφανίζει τη χειρότερη απόδοση ανάμεσα στα δύο τους. 

Στη συνέχεια, εισάγουμε στην εικόνα αξιολόγησης των συστημάτων την μετρική Perfect MIP.  

 

Γράφημα 33: Αποτελέσματα Συστημάτων CE, RL και των άλλων συστημάτων σύγκρισης στα δεδομένα 

αξιολόγησης 
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Το γράφημα 34 δείχνει ότι τα Συστήματα CE και RL χρειάζονται πολλές βελτιώσεις για να 

φτάσουν το μέγιστο των δυνατοτήτων που προσφέρει το σύστημα ανάκτησης στο οποίο 

βασίζονται (εδώ το σύστημα CentIDF, 200-d, ANN).  

Ακόμη, βλέπουμε ότι το Σύστημα με Paragraph Vector έχει πολύ καλύτερες επιδόσεις στα 

δεδομένα αξιολόγησης, ξεπερνώντας τη μηχανή αναζήτησης PubMed ακόμα και το Σύστημα 

CentIDF, 200-d, ANN σε κάποιες περιπτώσεις.  

Τέλος, παρατίθενται τα αποτελέσματα των συστημάτων στα δεδομένα αξιολόγησης και στις 

υπόλοιπες μετρικές: το MAP, το MAIP (και Perfect MAIP) και το Mean nDCG. 

 

 

 

 

 

 

 

 

Γράφημα 34: Σύγκριση αποτελεσμάτων με βάση τη μετρική Perfect MIP στα δεδομένα αξιολόγησης. 
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Στο Γράφημα 35, παρατηρούμε ότι το Σύστημα RL παρουσιάζει το χαμηλότερο MAP και αμέσως 

μετά ακολουθεί στο Σύστημα CE. 

Στη συνέχεια παρατίθενται τα αποτελέσματα στις μετρικές MAIP και Perfect MAIP. Θα πρέπει 

να σημειωθεί ότι το Perfect MAIP των συστημάτων CE, RL και CentIDF, 200-d, ANN with 

RWMD είναι ίδιο με αυτό του συστήματος ανάκτησης στο οποίο βασίζονται, το CentIDF, 200-

d, ANN. 

 

Γράφημα 35: Αποτελέσματα σε MAP Συστημάτων CE, RL και άλλων 

συστημάτων σύγκρισης στα δεδομένα αξιολόγησης 

Γράφημα 36: Αποτελέσματα σε MAIP Συστημάτων CE, RL και άλλων 

συστημάτων σύγκρισης στα δεδομένα αξιολόγησης 
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Το καλύτερο εφικτό MAIP για τα συστήματα ανακατάταξης που χρησιμοποιούν ως βάση το 

σύστημα ανάκτησης CentIDF, 200-d, ANN είναι 0,6559 (Γράφημα 37). Όπως βλέπουμε, όμως, 

στο Γράφημα 36 τόσο στο Σύστημα CE όσο και το Σύστημα RL απέχουν σημαντικά από αυτό το 

άνω όριο.  

Συμπερασματικά, τα Γραφήματα 35-38 επιβεβαιώνουν τα ευρήματα στο σύνολο ανάπτυξης. Τα 

Συστήματα CE και RL παρουσιάζουν χειρότερες επιδόσεις συγκριτικά με τη μέθοδο ανάκτησης 

στην οποία βασίζονται, αλλά και τη μέθοδο ανακατάταξης που μελετήθηκε στο [4].   

Γράφημα 37: Αποτελέσματα σε Perfect MAIP των συστημάτων ανάκτησης στα 

δεδομένα αξιολόγησης 

Γράφημα 38: Αποτελέσματα σε Mean nDCG Συστημάτων CE, RL και άλλων συστημάτων 

σύγκρισης στα δεδομένα αξιολόγησης 
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5. Σχετική Βιβλιογραφία 

Η χρήση πυκνών διανυσμάτων λέξεων (dense word vectors, word embeddings) συνέβαλε 

σημαντικά σε πολλές δραστηριότητες στο χώρο της Επεξεργασίας Φυσικής Γλώσσας και 

συγκεκριμένα στο πεδίο της ανάκτησης/ανακατάταξης πληροφοριών που βρίσκεται στο 

επίκεντρο αυτής της διπλωματικής εργασίας.  

Όπως βλέπουμε από την εργασία [4], η χρήση διανυσμάτων λέξεων για τον υπολογισμό των TF-

IDF σταθμισμένων κεντροειδών των αποσπασμάτων και των ερωτήσεων δημιούργησε ένα πιο 

αποτελεσματικό σύστημα ανάκτησης πληροφοριών συγκριτικά με την καθιερωμένη μηχανή 

αναζήτησης PubMed. Επίσης, βοήθησε σημαντικά στην ανακατάταξη, καθώς οι παραλλαγές του 

μέτρου απόστασης WMD (RWMD-Q, RWMD-D, RWMD-MAX) που χρησιμοποιεί η εργασία 

[4] βασίζονται στη μέτρηση της απόστασης μεταξύ των όρων της ερώτησης και του κειμένου, η 

οποία γίνεται σε όρους Ευκλείδειας απόστασης διανυσμάτων λέξεων.  

Σε συνέχεια της χρήσης διανυσμάτων λέξεων που παράγονται από νευρωνικά δίκτυα, στην 

εργασία [13] υλοποιήθηκε ένα μονόγλωσσο (τα κείμενα και η ερώτηση ήταν στην ίδια γλώσσα) 

και ένα δίγλωσσο (τα κείμενα και η ερώτηση ήταν σε διαφορετική γλώσσα) σύστημα ανάκτησης 

αναπτύσσοντας το Bilingual Word Embeddings Skip-Gram (BWESG), το οποίο βασίζεται στο 

μοντέλο της εργασίας [1] και στοχεύει στη μάθηση δίγλωσσων διανυσμάτων λέξεων και στην 

παράσταση κειμένων με αυτά. Το σύστημά τους αναπαριστά τα κείμενα και τις ερωτήσεις με το 

κεντροειδές τους και ειδικά για τα κείμενα, τα διανύσματα λέξεων σταθμίζονται με το IDF σκορ. 

Για την ανάκτηση των πιο σχετικών κειμένων χρησιμοποιείται η ομοιότητα συνημίτονου. Η 

εκπαίδευση του μοντέλου BWESG έγινε με άρθρα της Wikipedia και του Europarl35 σε Αγγλικά 

και Ολλανδικά. Για την αξιολόγηση του μοντέλου χρησιμοποίησαν τη συλλογή CLEF 2001-

2003, η οποία αποτελείται από ειδησεογραφικά άρθρα σε διάφορες γλώσσες. Ενώ, οι ερωτήσεις 

δημιουργήθηκαν από τον τίτλο και την περιγραφή των άρθρων.  

Στην εργασία [11] η μέθοδος WMD, που εφαρμόστηκε στο σύστημα ανακατάταξης της εργασίας 

[4], χρησιμοποιείται ως μέθοδος ανάκτησης. Συγκεκριμένα, η προτεινόμενη μέθοδος ανακτά τα 

πιο σχετικά προς μια ερώτηση άρθρα βασιζόμενη στο κόστος μετάβασης από το ερώτημα Q στο 

κείμενο D (Q→D), εφαρμόζοντας τη μέθοδο RWMD-Q, όπως και η εργασία [4].  Δηλαδή, το 

κόστος εκφράζεται ως η ελάχιστη αθροιστική απόσταση ανάμεσα σε κάθε ζεύγος διανύσματος 

λέξης ερωτήματος και κειμένου. Η μόνη διαφορά ανάμεσα στις δύο εργασίες είναι ότι στην [11] 

το κόστος μετράται από την ομοιότητα συνημιτόνου και όχι την ευκλείδεια απόσταση όπως στην 

                                                 
35 http://www.statmt.org/europarl/ 

http://www.statmt.org/europarl/
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[4]. Για την εφαρμογή της μεθόδου κάθε κείμενο θεωρείται μια διανυσματική παράσταση με 

βάση το σύνολο λέξεων (bag-of-words vectors), όπου αντί για 1, αν η λέξη υπάρχει στο κείμενο, 

τοποθετείται το ομαλοποιημένο (normalized) TF σκορ της λέξης πολλαπλασιασμένο με το IDF 

σκορ της (=𝑖𝑑𝑓𝑤 ∙  
𝑡𝑓𝑤

∑ 𝑡𝑓𝑗
𝐽
𝑗=1

, όπου w η λέξη και J το σύνολο λέξεων).  Για την αξιολόγηση των 

μεθόδων χρησιμοποιήθηκαν οι συλλογές TREC-2006 και TREC-2007 Genomic Tracks, καθώς 

και μια συλλογή από την PubMed. Οι συλλογές TREC-2006 και TREC-2007 αφορούν βιοϊατρικά 

άρθρα και περιλαμβάνουν ερωτήσεις φυσικής γλώσσας. Στις συλλογές TREC-2006 και 2007, η 

μέθοδος που προτείνεται έχει καλύτερα αποτελέσματα από τη μέθοδο BM25. Ωστόσο, στην 

περίπτωση της συλλογής από την PubMed, τα αποτελέσματα δε μπορούν να θεωρηθούν 

αξιόπιστα, καθώς η σχετικότητα ενός κειμένου κρίνεται από το εάν περιέχει όλους τους όρους 

του ερωτήματος και όχι από τη γνώμη ειδικού. 

Στον αντίποδα της χρήσης πυκνών διανυσμάτων λέξεων, οι [14] προτείνουν τη μέθοδο Latent 

Semantic Indexing, η οποία βασίζεται στην εφαρμογή SVD (Singular Value Decomposition) σε 

έναν πίνακα Α όπου οι στήλες αναπαριστούν αρχεία (d) του σώματος κειμένων και οι γραμμές, 

όρους (t). Κάθε κελί του πίνακα περιέχει το ΒΜ25 βάρος του όρου ti στο κείμενο dj. Στόχος είναι 

η εύρεση των πιο σημαντικών εννοιών στο σώμα κειμένων και στα ερωτήματα αφαιρώντας τυχόν 

θόρυβο. Στην εργασία δοκιμάζουν ένα συνδυασμό διαφόρων συστημάτων που αποτελούν 

παραλλαγές της μεθόδου LSI επάνω στις συλλογές TREC-2, TREC-7, TREC-8 και TREC-2004. 

Ωστόσο, στα ευρήματά τους επισημαίνουν ότι η μέθοδος παρουσιάζει χαμηλότερα MAP 

αποτελέσματα από τη μέθοδο BM25.  

Όσον αφορά στην ανακατάταξη αποτελεσμάτων, πέρα από το μέτρο WMD που προτείνεται στην 

εργασία [4], οι εργασίες [15], [16] προτείνουν το σύστημα κατάταξης κειμένων Dual Embedding 

Space Model (DESM), το οποίο χρησιμοποιεί τα διανύσματα εισόδου των λέξεων (input word 

embeddings) του εκπαιδευμένου μοντέλου για την παράσταση των λέξεων των ερωτήσεων και 

τα διανύσματα εξόδου των λέξεων (output word embeddings) για τα κείμενα. Στόχος είναι να 

ξεχωρίσουν τα κείμενα που αφορούν ένα θέμα από αυτά που απλά το αναφέρουν. Η εκπαίδευση 

έγινε σύμφωνα με το CBOW μοντέλο που παρουσιάζεται στην εργασία [1]. Ο βαθμός 

σχετικότητας κάθε κειμένου ορίστηκε ως ο μέσος όρος της ομοιότητας συνημίτονου ανάμεσα 

στο διάνυσμα κάθε όρου της ερώτησης και του ομαλοποιημένου κεντροειδούς του κειμένου. Τα 

πειράματα πραγματοποιήθηκαν με μοντέλα εκπαιδευμένα μόνο σε σώμα ερωτήσεων (ερωτήματα 

της μηχανής αναζήτησης Bing) και μόνο σε σώμα κειμένων (κείμενα που είναι ευρετηριασμένα 

στο Bing), αντίστοιχα.  Σε μεγάλες συλλογές κειμένων, όπου υπάρχουν πολλά μη σχετικά 

κείμενα, η μέθοδος DESM παρουσιάζει πολύ χαμηλές επιδόσεις. Αντίθετα, σε περίπτωση 
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εφαρμογής σε μικρότερη συλλογή κειμένων, η μέθοδος παρουσιάζει καλύτερα αποτελέσματα 

από τη μέθοδο BM25 και άλλα συστήματα που χρησιμοποιούνται συγκριτικά (π.χ. LSA).  

Επιπρόσθετα, θα πρέπει να σημειωθεί ότι οι εργασίες [11], [14] και [16] προτείνουν τη χρήση 

ενός γραμμικού συνδυασμού δύο διαφορετικών συστημάτων για τη βελτίωση των 

αποτελεσμάτων. Τις περισσότερες φορές, η δεύτερη μέθοδος είναι η BM25.   

Σχετικά με τη μέθοδο Paragraph Vector, που εφαρμόζεται στο σύστημα ανάκτησης της παρούσας 

έρευνας, αξιολογείται στο [6] σε δύο πεδία, την κατηγοριοποίηση διπλότυπων ερωτήσεων σε 

φόρουμ (συλλογή StackExchange) και τη σημασιολογική ανάλυση κειμένου αξιολογώντας το 

βαθμό που δυο προτάσεις είναι παρόμοιες (συλλογή αγγλικών κειμένων από SemEval 2015). Από 

τα αποτελέσματά τους προκύπτει ότι το PV-DBOW μοντέλο λειτουργεί καλύτερα από το PV-

DM. Επίσης, (α) η χρήση προ-εκπαιδευμένων διανυσμάτων λέξεων βοηθάει σημαντικά στη 

βελτίωση των αποτελεσμάτων, αντίθετα από τη χρήση τυχαία αρχικοποιημένων διανυσμάτων 

λέξεων (και  διατήρησής τους έτσι καθ’ όλη τη διάρκεια της εκπαίδευσης) και (β) το σύστημα με 

Paragraph Vector έχει καλύτερες επιδόσεις όταν τα κείμενα έχουν μεγαλύτερο μήκος (συλλογή 

StackExchange). Επιπλέον, το σύστημα με Paragraph Vector έχει καλύτερα αποτελέσματα από 

το αντίστοιχο σύστημα που χρησιμοποιεί κεντροειδή διανυσμάτων λέξεων. Τέλος, ορίζεται ως 

σημαντική υπερ-παράμετρος για τη βελτίωση των μοντέλων το sample36, το οποίο τοποθετείται 

το 1e-5.    

Στην εργασία [17] χρησιμοποιήθηκε το PV-DBOW για ανάκτηση πληροφοριών. Συγκεκριμένα, 

για κάθε κείμενο, το PV-DBOW προβλέπει την πιθανότητα μιας λέξης με βάση το κείμενο (το 

διάνυσμα του κειμένου). Στην προσέγγισή τους προσπαθούν να συνδυάσουν τις εκτιμήσεις 

πιθανοτήτων του PV-DBOW με παραδοσιακά γλωσσικά μοντέλα. Έτσι, η τελική πιθανότητα 

μιας λέξης δεδομένου ενός κειμένου P(w|d) προκύπτει από ένα γραμμικό συνδυασμό του 

γλωσσικού μοντέλου Query Likelihood Model (με Dirichlet smoothing) και του PV-DBOW ως 

εξής: 

𝑃(𝑤|𝑑) = (1 − 𝜆)𝑃𝑄𝐿(𝑤|𝑑) + 𝜆𝑃𝑃𝑉(𝑤|𝑑) 

Από τα πειράματα παρατήρησαν ότι η επίδοση του συνδυαστικού μοντέλου μειώνεται καθώς 

αυξάνεται ο αριθμός των εποχών εκπαίδευσης. Για να το εξηγήσουν αυτό πραγματοποίησαν άλλα 

πειράματα (με χρήση μόνο του PV-DBOW, όχι γραμμικού συνδυασμού) όπου αποτύπωσαν μια 

τάση του PV-DBOW μοντέλου να κάνει υπερ-εφαρμογή (overfitting) σε πιο μικρά κείμενα. Η 

λύση που προτείνουν είναι η εισαγωγή στη συνάρτηση κόστους του PV-DBOW μοντέλου μιας 

                                                 
36 Βλέπε Ενότητα 3.1, σελίδα 19. 
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L2-Κανονικοποίησης (L2-regularization) εφαρμοζόμενης στα διανύσματα παραγράφων. Ακόμη, 

παρατήρησαν ότι το PV-DBOW με Negative Sampling χρησιμοποιεί στην κατανομή θορύβου 

(noise distribution) τη μέθοδο στάθμισης TF-ICF [20], η οποία θεωρείται λιγότερο 

αποτελεσματική από άλλες. Για το λόγο αυτό προτείνουν τη μετατροπή της κατανομής θορύβου 

ώστε να χρησιμοποιεί τη μέθοδο στάθμισης TF-IDF.  

Στην ίδια εργασία σημειώνεται ότι λόγω της συνάρτησης κόστους του PV-DBOW, η οποία 

χρησιμοποιεί τον πίνακα όρων-κειμένων (term-document matrix), αποτυπώνονται στα 

διανύσματα σχέσεις μεταξύ λέξεων που συνεμφανίζονται στο ίδιο κείμενο, αλλά σε λιγότερο 

βαθμό σχέσεις ανάμεσα σε λέξεις με παρόμοια σημασία (π.χ. subway και underground) που δεν 

είναι πιθανό να εμφανίζονται μαζί στο ίδιο κείμενο. Για να διορθώσουν αυτό το πρόβλημα, το 

οποίο έχει ιδιαίτερη σημασία στη διαδικασία ανάκτησης, προτείνουν τη δημιουργία μιας κοινής 

συνάρτησης κόστους, όπου στο πρώτο επίπεδο του μοντέλου χρησιμοποιείται το διάνυσμα 

κειμένου για να προβλέψει τη διανυσματική παράσταση των λέξεων (word embedding) μέσα σε 

κάθε παράθυρο λέξεων του αντίστοιχου κειμένου (όπως λειτουργεί το PV-DBOW μοντέλο) και 

στο δεύτερο επίπεδο χρησιμοποιεί το διάνυσμα της εκάστοτε λέξης (που προβλέφθηκε στο 

προηγούμενο επίπεδο) για να προβλέψει τις συμφραζόμενες λέξεις (Skip gram model). Τα 

πειράματα πραγματοποιήθηκαν σε δύο συλλογές TREC (Robust04 και GOV2). Τα αποτελέσματα 

έδειξαν ότι οι αλλαγές που προτείνουν έχουν υψηλότερη επίδοση συγκριτικά με την αρχική 

μεθοδολογία στο [2] και άλλα συστήματα που χρησιμοποιούνται για σύγκριση. 

Συνεχίζοντας στο χώρο της ανάκτησης, η εργασία [18] ανέπτυξε μια σειρά συστημάτων τα οποία 

συνδυάζουν διάφορες μεθόδους μέτρησης ομοιότητας μεταξύ κειμένων και μοντέλα εύρεσης 

πλησιέστερων σημείων, στοχεύοντας στην υλοποίηση πιο αποδοτικών και αποτελεσματικών 

μεθόδων συγκριτικά με συστήματα που χρησιμοποιούν αναζήτηση όρων (term-based search, π.χ. 

Lucene). Ειδικότερα, οι συνδυασμοί μοντέλων που μελέτησαν περιλαμβάνουν: (α) Ομοιότητα 

Συνημίτονου IDF σταθμισμένων Κεντροειδών με k-NN SW-Graph, (β) Ομοιότητα Συνημίτονου 

IDF σταθμισμένων Κεντροειδών με k-NN Brute Force, (γ) Ομοιότητα Συνημίτονου TF IDF 

διανυσμάτων (εφαρμοσμένη σε λήμματα, όχι αρχικούς όρους) με k-NN Brute Force, (δ) BM25 

(εφαρμοσμένη σε λήμματα) με Inverted Index, (ε) BM25 (εφαρμοσμένη σε λήμματα) με k-NN 

Brute Force, (στ) BM25 (εφαρμοσμένη σε λήμματα) με k-NN NAPP, (ζ) BM25 + IBM Model 1 

(εφαρμοσμένη σε λήμματα) με k-NN Brute Force και (η) BM25 + IBM Model 1 (εφαρμοσμένη 

σε λήμματα) με k-NN NAPP. Επίσης, σε κάποιες περιπτώσεις εφαρμόστηκε και ανακατάταξη με 

τη μέθοδο BM25 μετά την ανάκτηση. Για τα πειράματα χρησιμοποιήθηκαν οι συλλογές: L6-

Yahoo! Answers, L5-Yahoo! Answers και Stack Overflow. Τα σημαντικότερα αποτελέσματα της 

έρευνας είναι τα εξής: (α) ο αλγόριθμος SW-Graph έχει καλύτερα αποτελέσματα με πυκνά 
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διανύσματα (embeddings) σε αντίθεση με τον NAPP ο οποίος έχει καλύτερη επίδοση σε πιο 

αραιά, TF-IDF διανύσματα, (β) τα μέτρα ομοιότητας που χρησιμοποιούν το Συνημίτονο είναι τα 

λιγότερο αποτελεσματικά, (γ) η Ομοιότητα Συνημίτονου TF-IDF διανυσμάτων είναι πιο 

αποτελεσματική από την Ομοιότητα Συνημίτονου IDF σταθμισμένων Κεντροειδών, (δ) η 

μέθοδος BM25+IBM Model 1 έχει τις καλύτερες επιδόσεις από όλα τα άλλα συστήματα 

(συμπεριλαμβανομένου και του Lucene) και (ε) η προσεγγιστική αναζήτηση (approximate 

search) είναι σχεδόν το ίδιο ακριβής με την πλήρη αναζήτηση (exact search). 

Στο πεδίο της ανακατάταξης κειμένων, στην εργασία [5] δοκιμάστηκε η χρήση νευρωνικών 

δικτύων για τη βαθμολόγηση των απαντήσεων σε μια ερώτηση. Συγκεκριμένα, χρησιμοποιήθηκε 

ένα πολυεπίπεδο Perceptron (multi-layer Perceptron) με συνενωμένο διάνυσμα ερώτησης-

απάντησης ως είσοδο, Softmax συνάρτηση ενεργοποίησης στο επίπεδο εξόδου και Relu στα 

κρυμμένα επίπεδα. Το δίκτυο εκπαιδεύεται στη μείωση της διασταυρωμένης εντροπίας (cross-

entropy) ανάμεσα στις πραγματικές τιμές των απαντήσεων (δυαδικές τιμές, 1 για την καλύτερη 

απάντηση και 0 για τις άλλες) και στις προβλεπόμενες. Επίσης, χρησιμοποιείται Stochastic 

Gradient Descent και Early Stopping. Ακόμη, οι ερωτήσεις και οι απαντήσεις, οι οποίες προήλθαν 

από τις συλλογές Yahoo! Answers και English Gigaword, μετατράπηκαν σε διανύσματα με τη 

χρήση της μεθόδου Paragraph Vector (πειράματα με PV-DM, PV-DBOW και συνδυασμούς των 

δύο μοντέλων). Σύμφωνα με τα αποτελέσματα, το νευρωνικό δίκτυο έχει καλύτερες επιδόσεις 

συγκριτικά με τα άλλα συστήματα που παρατίθενται (π.χ. κεντροειδή). Συγκεκριμένα, τα 

καλύτερα αποτελέσματα προκύπτουν από τη χρήση του DBOW μοντέλου με 200 διαστάσεων 

διανύσματα παραγράφου, αλλά και από τη χρήση συνδυασμού δύο ή και τριών μοντέλων (PV-

DBOW+PV-DM, PV-DBOW+Centroids, PV-DBOW+PV-DM+Centroids).  
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6. Συμπεράσματα και Μελλοντική Έρευνα 

Στο πλαίσιο αυτής της εργασίας έγινε προσπάθεια ανάπτυξης ενός συστήματος ανάκτησης και 

ενός συστήματος ανακατάταξης για βιοϊατρικά άρθρα. Συγκεκριμένα, το σύστημα ανάκτησης 

επιστρέφει τα πιο σχετικά άρθρα, δοθέντος ενός ερωτήματος διατυπωμένου σε φυσική γλώσσα. 

Το σύστημα ανακατάταξης δημιουργεί μια καλύτερη ταξινόμηση (ranking) των αποτελεσμάτων 

ώστε τα σχετικά άρθρα να είναι στις κορυφαίες θέσεις. 

Η προσέγγισή μας για το σύστημα ανάκτησης περιλάμβανε την παράσταση ερωτήσεων και 

άρθρων με διανύσματα παραγράφων σύμφωνα με τη μέθοδο Paragraph Vector [2].  Τα πειράματα 

που πραγματοποιήθηκαν επικεντρώθηκαν στη ρύθμιση των υπέρ-παραμέτρων της μεθόδου. 

Ωστόσο, από τα αποτελέσματα, τα οποία αξιολογούνται με διάφορες μετρικές (Micro/Macro-

Precision, Micro/Macro- Recall, MAP, MIP, MAIP, Mean nDCG, κ.λπ.), προκύπτει ότι η μέθοδος 

υπολείπεται σημαντικά των άλλων συστημάτων που χρησιμοποιούνται συγκριτικά στην εργασία 

(Apache Lucene, PubMed, μέθοδος CentIDF).   

Στο πεδίο της ανακατάταξης, αναπτύχθηκαν δύο συστήματα που βασίζονται στη χρήση 

νευρωνικών δικτύων για την αξιολόγηση της σχετικότητας των άρθρων με μια ερώτηση. 

Ειδικότερα, και στα δύο νευρωνικά δίκτυα αξιολογείται ένα διάνυσμα εισόδου που αποτελείται 

από την αφαίρεση των διανυσμάτων ερώτησης, άρθρου. Η διαφορά μεταξύ τους βρίσκεται στον 

τρόπο εκπαίδευσης του μοντέλου, καθώς στο πρώτο δίκτυο χρησιμοποιείται η διασταυρωμένη 

εντροπία ως συνάρτηση κόστους και κάθε άρθρο εξετάζεται και συμβάλλει στη διαδικασία 

μάθησης μεμονωμένα. Αντίθετα, στο δεύτερο νευρωνικό δίκτυο εφαρμόστηκε η συνάρτηση 

κόστους Ranking Loss, η οποία λαμβάνει υπόψη συνδυαστικά τα σχετικά και τα μη σχετικά 

άρθρα μιας ερώτησης.  

Τα αποτελέσματα των πειραμάτων έδειξαν ότι είναι προτιμότερες πιο ρηχές τοπολογίες δικτύων. 

Αυτό μπορεί να συμβαίνει γιατί (α) η ανακατάταξη πραγματοποιείται σε ένα μικρότερο σώμα 

άρθρων, τα οποία έχουν ήδη κατηγοριοποιηθεί ως σχετικά από ένα σύστημα κατάταξης και ως 

εκ τούτου θεωρούμε ότι έχουν παρόμοια θεματολογία με το ερώτημα, άρα δε χρειάζονται 

ιδιαίτερα πολύπλοκες δομές,  (β) είναι ένας έμμεσος τρόπος αντιμετώπισης του προβλήματος της 

υπερ-εφαρμογής στα δεδομένα εκπαίδευσης, καθώς δεν υπήρχε χρόνος μελέτης της ανάγκης και 

των επιπτώσεων της κανονικοποίησης βαρών (regularization).  

Ακόμη, το πρώτο νευρωνικό δίκτυο (Σύστημα CE) παρουσίασε καλύτερη επίδοση συγκριτικά με 

το δεύτερο (Σύστημα RL). Βέβαια, τα πειράματα στο Σύστημα RL είναι πολύ λιγότερα 

συγκριτικά με το άλλο δίκτυο λόγω περιορισμένου χρόνου στην εκπόνηση της εργασίας και ως 

εκ τούτου, η χειρότερη επίδοση μπορεί να οφείλεται στη μη επαρκή ρύθμιση των υπέρ-
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παραμέτρων. Τέλος, θα πρέπει να σημειωθεί ότι η υλοποίηση των νευρωνικών δικτύων με τον 

τρόπο που περιγράφεται στην εργασία δεν έδειξε να μπορεί να ξεπεράσει άλλες μεθόδους 

κατάταξης κειμένων.  

Όσον αφορά σε θέματα μελλοντικής έρευνας, η παρούσα εργασία προσφέρει διάφορες 

προοπτικές επέκτασης των εφαρμοζόμενων μεθόδων. Συγκεκριμένα, στο σύστημα ανάκτησης με 

Paragraph Vector προτείνεται η χρήση διανυσμάτων υψηλότερων διαστάσεων, καθώς πρόσθετα 

πειράματα του Γ. Μπρόκου, μετά την εργασία [4], έδειξαν ότι υψηλότερες διαστάσεις 

διανυσμάτων λέξεων οδήγησαν σε καλύτερα συστήματα ανάκτησης. 

Επίσης, προτείνεται η χρήση του MetaMap για την αναγνώριση βιοϊατρικών όρων 

αποτελούμενων από περισσότερες από μία λέξεις (π.χ. «Amino Acid Sequence», «Chronic 

Nephritis», «Diphtheria Bacillus», κ.λπ.) και η αντικατάστασή τους από μια ψευδο-λέξη (π.χ. 

«Amino Acid Sequence»  «concept1», «Chronic Nephritis»  «concept2» κ.λπ.) προτού 

εφαρμοστούν οι μέθοδοι Word2Vec και Paragraph Vector. Αυτό θα βοηθήσει στην απόκτηση 

ενός μόνο διανύσματος για κάθε βιοϊατρικό όρο, ακόμα και σε περιπτώσεις όπου ο όρος 

αποτελείται από πολλαπλές λέξεις. 

Ακόμη, στο σύστημα ανάκτησης θα μπορούσε να αντικατασταθεί η μέθοδος Paragraph Vector 

με άλλες μεθόδους, όπως είναι το Skip-Thoughs [19] ή, γενικότερα, RNN (Recurrent Neural 

Networks) [3].  

Σχετικά με τα νευρωνικά δίκτυα στα συστήματα ανακατάταξης, θα ήταν σημαντικό να μελετηθεί 

(α) η επίδραση κανονικοποίησης στα βάρη των μοντέλων, (β) η ομαλοποίηση σε κάθε κρυμμένο 

επίπεδο (layer normalization) και σε κάθε παρτίδα (batch normalization) και (γ) η επέκταση των 

χαρακτηριστικών (features) των διανυσμάτων εισόδων ώστε να περιλαμβάνουν την τιμή BM25 

ή την ομοιότητα συνημίτονου ανάμεσα στα διανύσματα ερώτησης και άρθρου.  Το τελευταίο 

κρίνεται ιδιαίτερα σημαντικό, καθώς από πείραμα που διεξήχθη στο Σύστημα CE με χρήση όλων 

των ερωτήσεων (και των 1303) ως σύνολο εκπαίδευσης και στη συνέχεια ως σύνολο 

αξιολόγησης, είδαμε ότι το μοντέλο αδυνατεί να ανακατατάξει τα σχετικά άρθρα στις καλύτερες 

θέσεις σε ικανοποιητικό βαθμό, ακόμα και στην περίπτωση που έχει εκπαιδευτεί με αυτές. Για 

περισσότερες πληροφορίες, βλέπε Παράρτημα 8.1. 

Ακόμη για τη δημιουργία επιπλέον παραδειγμάτων εκπαίδευσης στα νευρωνικά δίκτυα θα 

μπορούσαμε να χρησιμοποιήσουμε τους τίτλους των βιοϊατρικών άρθρων ως επιπλέον ψευδο-

ερωτήσεις. Στη συγκεκριμένα περίπτωση, το απόσπασμα άρθρου θα είναι το πιο σχετικό άρθρο 

και άλλα, λιγότερο σχετικά άρθρα μπορούν να προκύψουν από τα αποτελέσματα μηχανών 

αναζήτησης (π.χ. PubMed, Lucene). Επίσης, σαν ψευδο-ερωτήσεις θα μπορούσαν να 
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χρησιμοποιηθούν οι όροι MeSH (από το Task A του διαγωνισμού BioASQ), οι οποίοι έχουν 

αποδοθεί από ειδικούς, καθώς και οντότητες που προκύπτουν από το εργαλείο MetaMap. 

Τέλος, προτείνεται η μελέτη ενός γραμμικού συνδυασμού ανάμεσα στα σκορ δύο συστημάτων, 

όπως συστήνεται από διάφορες εργασίες. Το ένα από τα δύο συστήματα θα μπορούσε να είναι 

μια παραδοσιακή μέθοδος ανάκτησης πληροφοριών, όπως το BM25.  



 

 

74 

 

7. Αναφορές 

[1] Mikolov T., Chen K., Corrado G. and Dean J., Efficient Estimation of Word Representations 

in Vector Space,  Proceedings of International Conference on Learning Representations 2013, 

Arizona, USA, 2013. 

[2] Le Q. and Mikolov T., Distributed Representations of Sentences and Documents, Proceedings 

of the 31st International Conference on Machine Learning, Beijing, China, pp. 1188-1196, 

2014. 

[3] Goodfellow I., Bengio Y. and Courville A., Deep Learning Book, MIT Press, 2016. 

[4] Brokos G. I., Malakasiotis P. and Androutsopulos I., Using Centroids of Word Embeddings 

and Word Mover’s Distance for Biomedical Document Retrieval in Question Answering, 

Proceedings of the 15th Workshop on Biomedical Natural Language Processing, Berlin, 

Germany, pp. 114-118, 2016. 

[5] Bogdanova D. and Foster J., This is how we do it: Answer Reranking for Open-domain How 

Questions with Paragraph Vectors and Minimal Feature Engineering, Proceedings of 

NAACL-HLT 2016, San Diego, California, pp. 1290-1295, 2016. 

[6] Lau J. H. and Baldwin T., An Empirical Evaluation of doc2vec with Practical Insights into 

Document Embedding Generation, Proceedings of the 1st Workshop on Representation 

Learning for NLP, Berlin, Germany, pp. 78—86, 2016. 

[7] Kusner J. M., Sun Y., Kolkin I. N. and Weinberger Q. K., From Word Embeddings to 

Document Distances, Proceedings of the 32nd International Conference on Machine Learning 

(ICML-15), Lille, France, pp. 957-966, 2015. 

[8] Morin F. and Bengio Y., Hierarchical Probabilistic Neural Network Language Model, 

Proceedings of AISTATS 2005, Barbados, pg. 246-252, 2005. 

[9] Mikolov T., Sutskever I., Chen K., Corrado G. and Dean J., Distributed Representations of 

Words and Phrases and their Compositionality, Proceedings of the 26th International 

Conference on Neural Information Processing Systems, Nevada, USA, pg. 3111-3119, 2013. 

[10] Kingma P. D. and Ba L. J., ADAM: A Method for Stochastic Optimization, Conference paper 

at 3rd International Conference on Learning Representations (ICLR 2015), San Diego, USA, 

2015.   

[11] Kim S., Wilbur W. J. and Lu Z., Bridging the Gap: a Semantic Similarity Measure between 

Queries and Documents, Computing Research Repository, abs/1608.01972, 2016. 



 

 

75 

 

[12] Georgiou M. V., Relevant snippet extraction in biomedical question answering, MSc thesis 

(in English), Department of Informatics, Athens University of Economics and Business, 

2015. 

[13] Vulić I. and Moens M. F., Monolingual and Cross-Lingual Information Retrieval Models 

Based on (Bilingual) Word Embeddings, Proceedings of the 38th International ACM SIGIR 

Conference on Research and Development in Information Retrieval, Santiago, Chile, pp. 363-

372, 2015. 

[14] Atreya A. and Elkan C., Latent semantic indexing (LSI) fails for TREC collections, ACM 

SIGKDD Explorations Newsletter, Volume 1, Issue 2, pp. 5-10, 2010. 

[15] Nalisnick E., Mitra B., Craswell N. and Caruana R., Improving Document Ranking with Dual 

Word Embeddings, Proceedings of the 25th International Conference Companion on World 

Wide Web, Montreal, Canada, pp. 83-84, 2016. 

[16] Mitra B., Nalisnick E., Craswell N. and Caruana R., A Dual Embedding Space Model for 

Document Ranking, Computing Research Repository, abs/1602.01137, 2016. 

[17] Ai Q., Yang L., Guo J. and Croft W. B., Analysis of the Paragraph Vector Model for 

Information Retrieval, Proceedings of the 2016 ACM International Conference on the Theory 

of Information Retrieval, Delaware, USA, pp. 133-142, 2016. 

[18] Boytsov L., Novak D., Malkov Y. and Nyberg E., Off the Beaten Path: Let’s Replace Term-

Based Retrieval with k-NN Search, Proceedings of the 25th ACM International on Conference 

on Information and Knowledge Management, Indiana, USA, pp. 1099-1108, 2016. 

[19] Kiros R., Zhu Y., Salakhutdinov R., Zemel S. R., Torralba A., Urtasun R. and Fidler S., Skip-

thoughts Vectors, Proceedings of  Neural Information Processing Systems 2015 (NIPS 2015),  

Montreal, Canada, pp. 3294-3302,2015. 

[20] Reed W. J., Jiao Y., Potok E. T., Klump A. B., Elmore T. M. and Hurson R. A., TF-ICF: A 

New Term Weighting Scheme for Clustering Dynamic Data Streams, Proceedings of the 5th 

International Conference on Machine Learning and Applications, Florida, USA, pp. 258-263, 

2006. 

 

 

  



 

 

76 

 

8. Παράρτημα 

8.1. Πείραμα Συστήματος CE με χρήση όλων των ερωτήσεων ως σύνολο 

εκπαίδευσης/αξιολόγησης 

Το πείραμα που παρουσιάζεται στο Γράφημα 39, αφορά στην εκπαίδευση του Συστήματος CE 

με το σύνολο των ερωτήσεων (1303 ερωτήσεις), χωρίς Cross Validation. Οι υπέρ-παράμετροι του 

μοντέλου περιγράφονται στον παρακάτω πίνακα. 

Υπέρ-Παράμετρος Τιμή 

Διάνυσμα εισόδου 
Συνένωση διανύσματος ερώτησης-

αποσπάσματος άρθρου 

Διαστάσεις διανύσματος εισόδου 400 

Συνάρτηση Ενεργοποίησης Relu 

Εποχές εκπαίδευσης 50 

Αλγόριθμος βελτιστοποίησης Adam 

Πίνακας 14: Υπέρ-παράμετροι πειράματος σε Σύστημα CE με χρήση όλων των ερωτήσεων ως σύνολο 

εκπαίδευσης αξιολόγησης 

 

 

 

Γράφημα 39: Πείραμα σε Σύστημα CE. Χρήση όλων των ερωτήσεων ως σύνολο εκπαίδευσης και στη συνέχεια 

ως σύνολο αξιολόγησης 
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Στη συνέχεια, στο Γράφημα 40 παρουσιάζεται το παραπάνω πείραμα και με εφαρμογή της 

τεχνικής Early Stopping, όπου χρησιμοποιήθηκε το 10% των παραδειγμάτων εκπαίδευσης σα 

σύνολο επικύρωσης (validation).  

 

 

Γράφημα 40: Πείραμα σε Σύστημα CE. Χρήση όλων των ερωτήσεων ως σύνολο εκπαίδευσης και στη συνέχεια 

ως σύνολο αξιολόγησης. Χρήση τεχνικής Early Stopping. 


